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ABSTRACT

An algorithm based on ADA-Boost is presented to perform classification of moving
vehicles by their appearance. After starting with a system description used for
data acquisition, different kinds of feature detectors based on Haar-Wavelets are
discussed. A slightly modified version of the ADA-Boost algorithm is presented
which selects the most discriminating features from a large pool. The classifier is
trained on discriminating the four classes: CAR, TRUCK, MOTORBIKE, BUS.
For this four class classification task a tree structure and a One-vs.-All structure
are compared. These structures are evaluated extensively using different sets of
parameters and different camera positions. The applicability of the algorithm is
demonstrated by giving some results from the experimental analysis carried out on
a huge set of real world data.

ZUSAMMENFASSUNG

Es wird ein Verfahren vorgestellt, welches auf dem ADA-Boost Algorithmus basiert
und eine Klassifikation von Fahrzeugen anhand ihres Aussehens durchfiihrt. Begin-
nend mit einer Beschreibung des Systems, welches zur Datenaufnahme verwendet
wurde, werden unterschiedliche Arten von auf Haar-Wavelets basierenden Feature-
detektoren diskutiert. Danach wird eine modifizierte Version des ADA-Boost Algo-
rithmus prasentiert, welche aus einem Featurepool unter Einbeziehung einer Menge
von Trainingsbeispielen die diskriminantesten Features auswahlt und Unterschiede
zwischen vier verschiedenen Klassen von Fahrzeugen lernt. Basierend auf den so trai-
nierten Klassifikatoren werden zwei unterschiedliche Strukturen entworfen, die eine
Kategorisierung der vier unterschiedlichen Fahrzeugtypen ermoglichen. Es folgt eine
ausfiihrliche experimentelle Evaluierung der Strukturen auf von unterschiedlichen
Positionen aus aufgenommenen Fahrzeugbildern und eine Prisentation der Ergeb-
nisse. Dabei wird die Einsatzméoglichkeit anhand einer Reihe von Experimenten auf
einer definierten Testdatenbasis demonstriert.



v



DANKSAGUNG

Ich mochte mich hiermit bei meinem Betreuer und Begutachter Horst Bischof fiir
seine Hilfe im Laufe der Arbeit an dieser Diplomarbeit und fiir seine Geduld bedan-
ken. Weiters mochte ich Andreas Kropfl danken, der mich ohne zu zégern freundlich
im InfoA10-Team der Firma Frequentis aufgenommen hat und mir die Moglichkeit
gegeben hat, diese Diplomarbeit zu schreiben. Mein Dank gilt ebenso Gustavo Fern-
andez fiir die interessanten und fruchtbaren Diskussionen im Rahmen der Entwick-
lung des Systems, und Thomas Weber, der einen grofen Teil der Entwicklung und
Implementierung des Systems {ibernommen und durchgefiihrt hat. Ebenfalls mochte
ich Christopher Grunert von der BH Graz-Umgebung danken, der mir eine Betre-
tungsgenehmigung fiir ein an eine Autobahn angrenzendes Geldnde zur Aufstellung
der Kamera erteilt hat.

Meinem Bruder Gregor mochte ich dafiir danken, dass er mir seine Video-Ausriistung
fiir die Aufnahme der Daten zur Verfiigung gestellt hat. Mein besonderer Dank gilt
meinen Eltern, die mir mein Studium finanziert und mich immer dabei unterstiitzt
haben.

Meiner Freundin Tamara Riehl mo6chte ich fiir ihre Geduld danken, die sie wihrend
meines gesamten Studiums mit mir hatte, die mich immer wieder motiviert hat und
die mich bis zuletzt beim Schreiben dieser Diplomarbeit unterstiitzt hat.



vi






Inhaltsverzeichnis

Inhaltsverzeichnis i
Tabellenverzeichnis v
Abbildungsverzeichnis vii
1 EINLEITUNG 1
1.1 Motivation . . . . . . . . . 1
1.2 Aufgabenstellung . . . . . . ... ... ... ... ... 2
1.3 Kapiteliibersicht . . . . . . .. ..o oo 4
1.4 Mathematische Notation . . . . . . . . . . . . .. .. ... ..... 5

2 UBERSICHT UBER ALGORITHMEN IM BEREICH DER

DETEKTION UND KLASSIFIKATION VON FAHRZEUGEN 7
2.1 Allgemeines . . . . . . ..o 7
2.2 Detection und Recognition Algorithmen . . . . . .. .. ... ... 8
2.2.1 Knowledge Based . . . . . . .. ..o, 9
2.2.2 Feature Based . . . . . . . ..o oo Lo 9
223 Model Based . . . ... ... ... oL, 11
2.2.4 Template Matching . . . . . .. ... ... ... ....... 11
2.2.5 Appearance Based . . . ... ... 0oL, 12



2.3

24

2.5

INHALTSVERZEICHNIS

Motion Detection . . . . . . ... ..o L.
2.3.1 Nicht-Rekursive BGM-Algorithmen . . . . . . ..
2.3.2 Rekursive BGM-Algorithmen . . . .. ... ...
2.3.3 Shadow Modelling Algorithmen . . . . . . .. ..
Tracking Algorithmen . . . . . . ... ... ... ....
2.4.1 Der Kalman Tracker . . . ... ... ... ....
2.4.2 Der Condensation Tracker . . .. ... ... ...
24.3 Der KLT Tracker . . . . ... ... ... .....

Zusammenfassung . . . ... Lo Lo

SYSTEMARCHITEKTUR

3.1
3.2
3.3
3.4
3.5
3.6
3.7
3.8
3.9

3.10 Probleme beim Einsatz des Systems

Allgemeines . . . . .. oLl
Vorraussetzungen und Randbedingungen . . . . . . . ..
Systemstruktur . . . ... ... ... Lo
Das Real-World Modell . . . . . . ... ... ... ...
Das Bildaufnahme-Modul . . . . ... ... ... .. ..
Hintergrundmodell . . . . .. . ... . 0oL
Das Segmentierungs-Modul . . . . .. . .. ...
Das Tracker-Modul . . . . ... ... ... ... ...
Das Klassifikations-Modul . . . . .. .. ... ... ...

FEATUREGENERIERUNG UND
KLASSIFIKATORENTWURF

4.1
4.2

Allgemeines . . . . .. ...

Entwurf und Berechnung der

verwendeten Features . . . . . . . . . . .. ... ... ..

4.2.1 Summed Area Table . . . .. ... .. .. ....

ii

14
15
16
17
18
18
19
20
21

23
23
23
24
26
26
28
29
30
33
33



INHALTSVERZEICHNIS iii

4.2.2 Rotated Summed Area Table . . .. ... .. ... ..... 38
4.2.3 Featuretypen und Interpretation . . . . . . . ... ... ... 39
4.2.4 Datenpool und Selektion . . . . . . . ... ... 41
4.3 Klassifikatorentwurf . . . . . .. .00 o000 oL 43
4.3.1 Der ADA-Boost Algorithmus . . . . ... ... ... ... .. 43
4.3.2 Die Funktion der schwachen Klassifikatoren . . . .. .. .. 45
4.4 Evaluierte Strukturen zur
Multi-Class Klassifikation . . . . . . ... ... ... ... ... 47
4.4.1 Die Baum-Struktur . . . . .. ... 47
4.4.2 Die 1-vs-All-Struktur . . . . .. ... 47
4.4.3 Vor- und Nachteile der einzelnen Strukturen . . . . . . . .. 49
EXPERIMENTE UND RESULTATE 51
5.1 Allgemeines . . . . . . . ... 51
5.2 Beschreibung der verwendeten
Trainings- und Testdaten . . . . . . . . . ... ... ... ..., 51
5.3 Detailanalyse der Algorithmen . . . . . . . . ... ... 56
5.3.1 Aufteilungder Daten . . . . . . . ... ... L. 56
5.3.2  Vergleich der Weak Classifiers . . . . . . . .. .. ... ... 57
5.3.3 Performance in Abhingigkeit zur Anzahl verwendeter Featu-
res (Level) . . . . . .. oL 59
5.3.4 Performance in Abhingigkeit zur Grofe der Trainingsdaten-
MENEE . . o v v vt e e e e e e e e e e e 99
5.3.5 Gesamtperformance der einzelnen Strukturen . . ... . .. 62
5.3.6  Sensitivitdt auf eine Verinderung des Blickwinkels . . . . . . 65
5.4 Untersuchung der Generalisierungsfahigkeit . . . . . . .. . ... .. 66
5.4.1 Performance der Strukturen fiir Kameraposition 2 . . . . . . 66

5.4.2 Performance der Strukturen fiir Kameraposition3 . . . . . . 69



INHALTSVERZEICHNIS

5.5 Zusammenfassung und Schlussfolgerungen . . . . . .. ... .. ..

6 ZUSAMMENFASSUNG UND AUSBLICK

6.1 Zusammenfassung . . . ... ..

6.2 Ausblick ... ... .......

A ANHANG

A.1 Der Kalman Tracker . .. . ..

A.2 Berechnung einer Homographie

REFERENZEN

v

71

75
75
76

79
79
82

85



4.1

5.1
0.2
9.3
2.4
3.5
2.6
5.7
2.8
2.9
5.10
5.11
5.12
5.13
5.14
5.15
5.16

Tabellenverzeichnis

Featurepools von drei Bildern unterschiedlicher Grofe . . . . . . . .

Anzahl aufgenommener Fahrzeuge verschiedenen Typs . . . . . ..
Gegeniiberstellung der benutzten und méglichen Anzahl an Features
Aufteilung Trainings-/Testdaten fiir die folgenden Experimente . . .
EER-Vergleich der Weak-Classifiers . . . . . ... .. .. ... ...
EER-Vergleich auf verschiedenen Klassifikator-Levels . . . . . . ..
EER-Vergleich bei verschieden grofen Trainingsdatenmengen . . . .
Anzahl korrekt klassifizierter Fahrzeuge . . . . . . . . .. ... ...
Gegeniiberstellung der EER fiir Daten von Kameraposition 1 und 1*
Anzahl korrekt klass. Fahrzeuge auf Daten von Kameraposition 1* .
Aufteilung der Datenmenge fiir Kameraposition 2 . . . . . . .. ..
Gegeniiberstellung der EER, . . . . . . ... ... 00000,
Anzahl korrekt klass. Fahrzeuge auf Daten von Kameraposition 2

Aufteilung der Datenmenge fiir Kameraposition 3 . . . . . . .. ..
Gegeniiberstellung der EER . . . . . . . ... ... ... ... ...
Anzahl korrekt klass. Fahrzeuge auf Daten von Kameraposition 2

Confusion Matriz des empfohlenen Systems . . . . ... ... ...

42

%)
%)
57
28
29
62
65
65
66
67
68
68
70
70
71



TABELLENVERZEICHNIS

vi



1.1

2.1
2.2
2.3

2.4

3.1
3.2
3.3
3.4
3.5

4.1
4.2
4.3
4.4
4.5
4.6
4.7

Abbildungsverzeichnis

Systemiibersicht und Aufgabenverteilung . . . . . . . . .. ... ..

Beispiel fiir den Algorithmus nach [FPZ03] . . . . . ... ... ...
Beispiele fiir die Detektion eines Fahrzeugs nach [KDN93| . . . . . .
Beispiel der Kette bindrer Klassifikatoren in [VJO1] . . . . . .. ..

Beispiel der Schattendetektion in [PMGTO1] . . . . ... ... ...

Modularer Aufbau des Systems zur Datenextraktion . . . . . . . ..
Beispiel einer Region Of Interest . . . . . . . . . . . ... ... ...
Beispiel fiir ein Differenzbild . . . . . . . .. ... 000000,
Beispiel fiir ein Growing Grid . . . . . . . .. ...
Homographie als Zusammenhang zwischen einem Bild und einem Mo-
dell der Szene . . . . . . . . ..
Lage eines Rechtecks . . . . . . . ... ... . L 0oL,
Berechnung der Pixelsumme eines Rechtecks . . . . . .. . ... ..
Berechnung des Rotierten Integral Images . . . . .. .. ... ...
Berechnung der Pixelsumme eines rotierten Rechtecks . . . . . . . .
Prototypen der 15 verwendeten Features . . . . . . ... ... ...
Modifizierter ADA-Boost Algorithmus . . . . .. .. .. ... ...

Beispiel fiir Schwellwertsetzung . . . . . . . . .. .. ... ... ..

vii



4.8
4.9

5.1
5.2
9.3
0.4
9.5
2.6
5.7
2.8
2.9

5.10 Featureselektion durch einzelne Klassifikatoren
5.11 Bilder falsch klassifizierter Fahrzeuge

5.12 Beispielbilder fiir Kameraposition 2

ABBILDUNGSVERZEICHNIS

Baum-Struktur zur Multi-Class Klassifikation . . . . . .. ... ..

1-vs-All-Struktur zur Multi-Class Klassifikation . . . . . . . . . ..

Drei ausgewéhlte Kamerapositionen . . . . . . . . ... .. .. ...
Beispiele aus der PKW Kategorie . . . . ... .. ... ... ...
Beispiele aus der BIKE Kategorie . . . . ... .. ... ... ....
Beispiele aus der LKW Kategorie . . . . ... .. ... ... ....
Beispiele aus der BUS Kategorie . . . . . ... .. ... ... ...
Vergleich der Weak Classifiers . . . . . . ... .. ... ... ...

Performance bei unterschiedlichem Klassifikator-Level . . . . . . . .

Performance bei unterschiedlicher Anzahl an Trainingsdaten

ROC Kurven der Strukturen auf der Testdatenmenge . . . . . . ..

5.13 ROC Kurven fiir Klassifikatoren auf Daten von Kameraposition 2

5.14 Beispielbilder fiir Kameraposition 3

5.15 ROC Kurven fiir Klassifikatoren auf Daten von Kameraposition 3

A.1 Funktion des Kalman Filters

viil

48
48

52
93
93
54
54
o8
60
61
63
64
64
67
68
69
70



KAPITEL 1

Einleitung

1.1 Motivation

Mit der stetig zunehmenden Leistungsfiahigkeit moderner Computer wird der Ein-
satz von Bildverarbeitungsalgorithmen zur Losung alltdglicher Probleme immer po-
puldrer. Auch auf dem Gebiet der Verkehrsiiberwachung werden zunehmend neue
Techniken eingesetzt, die dabei die unterschiedlichsten Funktionen erfiillen.

In grofen Einkaufszentren beispielsweise konnen solche Systeme zur automatisierten
Parkraumiiberwachung und als Parkleitsysteme eingesetzt werden. Videokameras
filmen Parkplidtze und Algorithmen registrieren ein- und ausparkende Fahrzeuge.
Automatisch geschaltete Anzeigen steuern direkt oder indirekt den einfahrenden
Verkehr zu freien Parkplitzen.

Ein grofer Forschungsbereich ist auch der des Einsatzes von Videokameras und Ver-
arbeitungsalgorithmen innerhalb von Fahrzeugen. In der Testphase befinden sich
hier zurzeit Systeme, die LKW-Fahrer beim unbeabsichtigten Uberfahren von seit-
lichen Leitlinien warnen, aber auch schon Systeme, die ein selbststindiges Fahren
von Fahrzeugen ohne Zutun eines menschlichen Lenkers ermdéglichen.

Das wohl grofte Gebiet, auf welchem Bild- und Videoverarbeitungsalgorithmen
heutzutage bereits erfolgreich eingesetzt werden, ist die Uberwachung von Kreu-
zungen, Autobahnen, Tunnelabschnitten und wichtigen Verkehrsknotenpunkten.

Die Griinde fiir den massiven Einsatz von automatischen Systemen in diesem Be-
reich sind vor allem Sicherheitsaspekte, aber natiirlich auch wirtschaftliche Gesichts-
punkte. Mit dem steigendem Verkehrsaufkommen wichst die Gefahr von Unfillen
und Geisterfahrern, gleichzeitig muss auch mehr in den Umgang mit diesen Proble-

1
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men investiert werden und versucht werden, diese Risiken zu minimieren. Dies ist
sowohl hinsichtlich der Sicherheit auf den Strafsen wichtig, als auch in Bezug auf den
zu minimierenden wirtschaftlichen Schaden, der durch Unfélle und Staus entstehen
kann.

Ein dichteres Netz der Uberwachung ist die Folge, damit verbunden ist eine re-
gelrechte Datenflut, die ohne den Einsatz weiterer computertechnischer Hilfsmittel
unmoglich bewéltigt werden kann. So reicht das Spektrum der Applikationen von
verhéltnisméfkig einfachen Systemen zur Zahlung von Fahrzeugen iiber Anwendun-
gen zur Unfall- und Stauerkennung bis hin zu komplexen Algorithmen zur Abstands-
messung, Geschwindigkeitsmessung, Geisterfahrererkennung, Mautverrechnung und
vielem mehr.

Trotz des hohen Forschungsaufwands auf dem Gebiet der automatisierten Verkehrs-
iiberwachung, ldsst die Performance der meisten handelsiiblichen Systeme sehr zu
wiinschen iibrig. Das liegt aber nicht unbedingt daran, dass technische Ressourcen
oder das Know-how fehlten, sondern ist vielmehr in der Komplexitéit der Aufgaben-
stellung selbst begriindet. Da es sich hierbei um klassische Outdoor-Applikationen
handelt, gilt es viele Probleme zu l6sen, deren Existenz zumeist erst beim prak-
tischen Einsatz eines Systems offensichtlich wird. Hier sei beispielsweise die Un-
terdriickung von unerwiinschten Vibrationen einer Kamera genannt, welche durch
starken Wind auf einem freistehenden Masten oder durch vorbeifahrende Schwer-
fahrzeuge in einem Tunnel hervorgerufen werden. Ein anderes Beispiel ist die kor-
rekte Funktion bei unterschiedlichen Wetterbedingungen, sei es bei starker Sonnen-
einstrahlung oder, im Gegensatz dazu, bei absoluter Dunkelheit, sei es bei schwerem
Regen, dichtem Nebel oder bei Schneefall.

In jedem Fall stellt der Entwurf eines solchen Systems fiir den Entwickler eine grofie
Herausforderung dar. In letzter Zeit wurde eine Reihe neuer und besserer Algo-
rithmen in der Bild- und Videoverarbeitung prisentiert. Durch die damit erzielten
viel versprechenden Ergebnisse, wird deren Erprobung auch auf dem Gebiet der
Verkehrsiiberwachung motiviert.

1.2 Aufgabenstellung

Seit dem Fall des Eisernen Vorhangs zu Beginn der 90er Jahre steigt das Verkehrs-
aufkommen auf den Transitrouten durch Osterreich unaufhérlich an. Mit dem Bei-
tritt vieler osteuropiischer Lander zur Europiischen Union wird dieser Trend noch
verstirkt. Um den damit verbundenen Problemen nicht nur durch den Bau breiterer
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ASIFIiNAG

Daten-
Aufnahme

Informations-
Extraktion

G =

Abbildung 1.1: Ubersicht iiber die Verteilung der Aufgabenbereiche im Rahmen des
INFOA10 Projekts.

Strafen entgegenzutreten, initiiert die osterreichische Autobahnen- und Schnellstra-
Ken Finanzierungs-AG, kurz ASFINAG, in der letzten Zeit immer mehr Projekte, die
dem Bereich der Verkehrstelematik zuzurechnen sind. Ziel ist es, eine Messung des
Verkehrsflusses vornehmen und eine direkte oder indirekte Steuerung und Regelung
des Verkehrsaufkommens auf den verschiedensten Routen durchfiihren zu kénnen.

Die Firma FREQUENTIS entwickelt in Kooperation mit der Asfinag, der OSTERREI-
CHISCHEN MOBILKOM und einigen anderen Firmen ein System zur Zahlung von
Fahrzeugen. Der Name dieses Projekts lautet INFOA10. Die Grundfunktion des Sy-
stems liegt dabei in der Messung des Verkehraufkommens auf einem iiberwachten
Strakenabschnitt. Dabei verwendet das System einerseits von Laser-Sensoren aufge-
nommene Daten, andererseits durch den Einsatz von Bildverarbeitungsalgorithmen
auf Videobildern gewonnene Informationen. Die Firma Frequentis ist dabei allein
auf dem Gebiet des auf der Verarbeitung von Videobildern basierenden Teils tétig.

Neben der primdren Funktion der Zahlung von Fahrzeugen ist das vorrangige Ziel
des INFOA10 Projekts, durch Ermittlung des prozentuellen Anteils des Schwerver-
kehrs am gesamten Verkehrsaufkommen eine durchschnittliche Reisezeitberechnung
fiir einen definierten Streckenabschnitt durchfiihren zu kénnen. Diese Information
soll danach kommerziell genutzt werden und als Service einer breiten Schicht von
Benutzern durch SMS-Versand oder Hotlines zugénglich gemacht werden.

Fiir den in dieser Diplomarbeit interessanten Teil des Projekts liegt im experimen-
tellen Einsatz eine verteilte Struktur mit verschiedenen Verantwortungsbereichen
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vor, die in Abbildung 1.1 zu sehen ist. Wahrend die tatséchliche Positionierung
der Kameras im Einflussbereich der Asfinag liegt, iibernimmt die Frequentis die
Verarbeitung der Bilddaten. Das Bindeglied dazwischen bildet die &sterreichische
Mobilkom, welche den Transport des Bildmaterials und der daraus gewonnenen
Informationen zwischen den einzelnen Institutionen durchfiihrt. Ebenfalls in den
Aufgabenbereich der Mobilkom fillt die weitere Vermarktung der gewonnenen Ver-
kehrsinformationen.

Der Entwurf der verarbeitenden Einheit im Einflussbereich der Frequentis sieht
den Einsatz eines Moduls vor, welches eine Klassifikation der Fahrzeuge vornehmen
soll, um den Anteil des Schwerverkehrs am gesamten Verkehrsaufkommen bestim-
men zu konnen. Der gesamte Entwurf und die anschlieffende Implementierung des
Klassifikationsalgorithmus bilden, neben der Weiterentwicklung der bereits in den
bestehenden Programmteilen eingesetzten Algorithmen, den Inhalt der vorliegenden
Diplomarbeit.

Ausgehend von Bildern einzelner Fahrzeuge, die durch verschiedene Vorverarbei-
tungsschritte aus einer fortlaufenden Sequenz von Videobildern extrahiert werden,
lautet die genaue Aufgabenstellung, einen Klassifikationsalgorithmus zu entwerfen,
der in der Lage ist, Personenkraftwagen (PKWs) und Lastkraftwagen (LKWs) von
einander zu unterscheiden. Besonderes Augenmerk soll dabei auf den universellen
Einsatz unter verschiedenen Aufnahmesituationen und Blickwinkeln gelegt werden.

Da sich die gesamte in Abbildung 1.1 gezeigte Struktur nach wie vor im Aufbausta-
dium befindet, standen zum Zeitpunkt der Entwicklung des Algorithmus keine bend-
tigten Videodaten zur Verfiigung. Deshalb wurden mit Hilfe eines handelsiiblichen
Camcorders an einem giinstigen Aufstellungsort mehr als 50 Stunden Videomate-
rial aufgenommen und daraus Fahrzeugbilder mit Hilfe der bereits vorhandenen
Programmteile extrahiert. Diese Daten wurden dann zur Losung der gestellten Auf-
gabe verwendet.

1.3 Kapiteliibersicht

In der Literatur finden sich Unmengen an Publikationen, die den Einsatz von Bild-
verarbeitungsalgorithmen im Bereich der Detektion und Klassifikation von Fahr-
zeugen zum Inhalt haben. In Kapitel 2 wird versucht, eine grobe Einteilung in
einzelne Gruppen vorzunehmen. Weiters werden Beispiele aus der Literatur ange-
fiihrt, in denen die einzelnen Algorithmen verwendet wurden.

In Kapitel 3 wird das System beschrieben, welches zur Extraktion der bendtigten
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Daten verwendet wurde. Nach einem Uberblick iiber die Gesamtstruktur, werden die
einzelnen Module im Detail thematisiert. Das Kapitel schliefst mit einer Diskussion
der Einsatzmdglichkeiten des Systems.

Kapitel 4 ist dem Kernthema dieser Diplomarbeit gewidmet. Einer detaillierten Er-
klarung der Methoden zur Featureberechnung folgt die Beschreibung des Entwurfs
des Klassifikatonsalgorithmus.

In Kapitel 5 wird der entworfene Algorithmus im experimentellen Einsatz ausfiihr-
lich evaluiert. Beginnend mit einer Beschreibung der verwendeten Daten, wird die
Performance des Klassifikationsalgorithmus in mehreren Situationen untersucht.

Zusammenfassende Worte finden sich in Kapitel 6. Auferdem werden verschiede-
ne Uberlegungen angestellt, wie das System zur Datenextraktion, der entworfene
Klassifikationsalgorithmus und die daraus gebildeten Strukturen verbessert werden
kénnten.

1.4 Mathematische Notation

Vektoren werden mit fetten Kleinbuchstaben notiert.
Matrizen werden mit fetten Grofsbuchstaben angeschrieben.

Partielle Ableitungen von Funktionen werden wahlweise in Indexform, wenn
deutlich erkennbar ist, dass es sich um eine Ableitung handelt, oder in der O-
Schreibweise notiert. Das bedeutet, folgende Schreibweisen sind dquivalent:

0z
oy T (1.1)
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KAPITEL 2

Ubersicht iiber Algorithmen im Bereich
der Detektion und Klassifikation von
Fahrzeugen

2.1 Allgemeines

Bereits Ende der 80er Jahre wurden erste Uberlegungen angestellt, Bildverarbei-
tungsalgorithmen im Bereich der videobasierten Verkehrsiiberwachung einzusetzen.
Artikel von BOYCE [Boy88| oder BERGAN u.a. [BHKTS88| sind Zeugen der damals
futuristisch wirkenden Ideen und den grofen Vorstellungen, die man von den Ent-
wicklungen auf diesem Gebiet hatte. Mit der einsetzenden Massenproduktion immer
leistungsstirkerer Computer in den 90er Jahren wuchs die Menge der Einsatzmog-
lichkeiten von Bildverarbeitungsalgorithmen am Sektor der Verkehrsiiberwachung
enorm. Als Resultat davon gibt es heute eine uniiberschaubare Zahl von Publikatio-
nen, die ausgehend von den verschiedensten Vorraussetzungen und Zielsetzungen
den experimentellen Einsatz von Bildverarbeitungsalgorithmen zum Verarbeiten
von Verkehrsdaten zum Inhalt haben.

In diesem Kapitel soll nur ein grober Uberblick iiber die wichtigsten Ansitze zur
Detektion und Klassifikation von Fahrzeugen gegeben werden, wobei die Liste der
hier angefiihrten und diskutierten Algorithmen und Referenzen keinerlei Anspruch
auf Vollsténdigkeit erhebt. Trotz der vielfachen Uberschneidungen und der breiten
Facherung der Literatur auf diesem Gebiet erscheint eine grobe Einteilung wie folgt
sinnvoll:
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1. Detection und Recognition Algorithmen:
Unter diesem Titel kann die Gruppe der Algorithmen zusammengefasst wer-
den, welche ein definiertes Objekt in einem einzelnen Bild suchen und lo-
kalisieren; weiters zéhlen jene Verfahren zu dieser Kategorie, welche ein be-
kanntes Objekt in einem einzelnen neuen Bild wieder zu erkennen versuchen.
In Abschnitt 2.2 wird dieses Thema besprochen und eine Ubersicht iiber die
iiblichsten Ansitze gegeben.

2. Motion Detection:
In diese Kategorie fallen Algorithmen die zur Detektion von bewegten Ob-
jekten in einer Sequenz von Bildern angewendet werden. Das gebrauchlichste
Verfahren auf diesem Gebiet nennt sich Background Modelling and Subtracti-
on und wird zusammen mit einer kurzen Ubersicht iiber Schattendetektierung
in Abschnitt 2.3 diskutiert.

3. Tracking Algorithmen:
Diese Algorithmen haben ihr Einsatzgebiet im Bereich der Verfolgung von sich
bewegenden Objekten. Durch ihren Einsatz wird ein Zusammenhang von aus
einzelnen Frames extrahierter Information iiber die Bewegung von Objekten
hergestellt. Unter anderem zihlen

e der Kalman-Tracker, welcher aus dem Kalman Filter entstanden ist,

e der Condensation-Tracker, welcher eine Weiterentwicklung des Kalman-
Trackers bildet und

e der KLT-Tracker (Kanade-Lucas-Tomasi) aus dem Bereich der Feature-
Basierten Tracking Algorithmen

zu den wichtigsten Vertretern. Diesem Themengebiet ist der letzte Abschnitt
dieses Kapitels gewidmet.

2.2 Detection und Recognition Algorithmen

Der Grofsteil der Ansétze in diesem Bereich entstammt einem der wohl am mei-
sten thematisierten Forschungsbereiche der Bildverarbeitung, dem Bereich der Face
Detection und Face Recognition. Deshalb kann die folgende grobe Kategorisierung
fiir Verfahren auf diesem Gebiet nach YANG [YKAO02] auch fiir den Bereich der
Fahrzeugerkennung iibernommen werden. Eine klare Abgrenzung der Kategorien
ist hier nicht mdoglich, deshalb konnen einzelne Algorithmen durchaus mehreren
Klassen zugeordnet werden.
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2.2.1 Knowledge Based

Bei diesem Top-down Ansatz wird Vorwissen iiber die Eigenschaften eines Objekts
benutzt, um eine Reihe von Regeln aufzustellen, die die Grundlage fiir ein Sy-
stem zur Detektion dieses Objekts bilden. Dabei kommen einfache Hypothesen zum
Einsatz, wie zum Beispiel die Existenz und Symmetrieeigenschaften von einzelnen
Features oder die relativen Abstidnde einzelner Features zueinander.

Bei der Verwendung eines solchen Ansatzes treten einige Probleme auf. Eines davon
ist, aus menschlichem Wissen heraus klare eindeutige Regeln zu definieren. Sind
diese zu allgemein gehalten, so werden zu viele und falsche Objekte erkannt, sind
sie aber zu detailliert, so werden etwas von der Norm abweichende Objekte nicht
mehr als solche erkannt. Eine weitere Schwierigkeit liegt in der Generalisierung
dieses Ansatzes auf unterschiedliche Ansichten eines Objekts, da fiir jede mogliche
Situation bestimmte Regeln definiert werden miissen.

Ein Verfahren, bei dem die Helligkeitsverteilung einer Strake und die Schattenbil-
dung unter Fahrzeugen modelliert und zur Detektion von Fahrzeugen verwendet
wird, findet man in einer Arbeit von TzZOMAKAS [TS98|. Die Verwendung von
Ansétzen, bei denen die Symmetrieeigenschaften von Fahrzeugen eine grofe Rol-
le spielen, findet man in fritheren Arbeiten von KUEHNLE [Kue91| oder ZIELKE
[ZBS93|.

2.2.2 Feature Based

Im Gegensatz zu dem im vorigen Abschnitt besprochenen Ansatz, werden hier ein-
zelne Merkmale eines Objekts verwendet, die invariant gegeniiber Blickwinkel und
Beleuchtungssituation erscheinen sollten. Basierend auf der Extraktion solcher Fea-
tures werden statistische Modelle iiber eventuelle Zusammenhénge erstellt, die dann
zur Detektion des Objekts verwendet werden.

Erwéhnenswert ist hier vor allem die Arbeit von FERGUS, PERONA und ZISSER-
MAN [FPZ03|. Bei diesem Framework zur Object Recognition wird eine Klasse von
Objekten durch eine flexible Konstellation von einzelnen Features reprisentiert.
Dabei werden die Position eines Features, sowie dessen Gréfe und Aussehen als
Wahrscheinlichkeitsverteilungen modelliert. Anfangs wird eine Vielzahl von Featu-
res durch einen Interest Operator ausgewihlt, wobei aus dieser Prozedur die Lo-
cation und der Scale der Features gewonnen wird. Die Features werden dann als
Templates aus dem Trainingsbild extrahiert und auf eine gemeinsame fixe Groke
(n x n) skaliert. Danach wird eine PCA (Principle Component Analysis) in diesem
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Abbildung 2.1: Beispiel fiir die Anwendung des Algorithmus nach FERGUS, PERONA
und ZISSERMAN [FPZ03| auf Fahrzeuge in Heckansicht. Das hier dargestellte Modell
benutzt 6 Features.

n? dimensionalen Raum durchgefiihrt und eine Untermenge von 10-20 Komponen-
ten ausgewahlt, welche die Appearance eines Features modellieren. Auf die durch
die 3 Dimensionen, Location, Scale und Appearance aufgespannten Wahrscheinlich-
keitsverteilungen wird schlieflich eine Clusterung mit Hilfe des EM-Algorithmus
durchgefiihrt. Abbildung (2.1) zeigt die Anwendung des besprochenen Ansatzes
unter Verwendung eines aus 6 Features bestehenden Modells fiir eine Klasse von
Fahrzeugen in Heckansicht.
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2.2.3 Model Based

Die Basis fiir diesen Ansatz wird durch Modelle von Objekten, welche aus Ecken,
Kanten und Fliachen zusammengesetzt werden, gebildet. Das Modell sollte dabei
dem tatsdchlichen Aussehen eines Objekts so nahe wie mdoglich kommen. Ist die
Kamera-Abbildungsgeometrie bekannt, so kann eine solche Reprisentation in die
Bildebene projiziert und mit dem tatsédchlichen Erscheinungsbild eines mutmafli-
chen Objekts verglichen werden. Eine Verbesserung der sich dadurch ergebenden
Hypothese kann durch ein zumeist gradientenbasiertes Verfahren erreicht werden.
Die Verwendung eines Modells ldsst demnach eine einfache Lagebestimmung von
erkannten Objekten zu. Ein Nachteil dieses Ansatzes ist es, dass zumindest eine
grobe Kamerakalibrierung durchgefiihrt werden muss, um die erwdhnte Kamera-
Abbildungsgeometrie schitzen zu kénnen.

Umfangreiche Studien dieses Ansatzes findet man in zahlreichen Arbeiten von NA-
GEL u.a. [KDN93| Hier wird ein parametrisiertes Modell vorgeschlagen, welches,
bei entsprechender Einstellung der Parameter, einen grofsen Teil der verschiedenen
Fahrzeugtypen repréisentieren kann. Ebenfalls thematisiert wird ein Modell fiir die
Beleuchtungssituation und eine Beschreibung des verwendeten Matching Algorith-
mus. In einer weiteren Arbeit von NAGEL [KN97| wird ein spezielles Verfahren fiir
das Fitten des Modells auf ein reales Objekt vorgeschlagen, welches eine robustere
Detektion auch zum Teil verdeckter Objekte ermoglichen soll.

WORRALL, SULLIVAN und BAKER entwickelten ein auf geometrischen Uberlegun-
gen basierendes interaktives Tool, um eine einfache Kamerakalibrierung durchfiih-
ren zu konnen [WSB94|. In einer darauf folgenden Arbeit von FERRYMAN u.a.
[FWSBO5] findet dieses Tool Verwendung. Die Autoren verwenden den modularen
Aufbau eines dhnlichen Modells wie in den Arbeiten von NAGEL und evaluieren
durch eine PCA, inwieweit die einzelnen Teile des Modells fiir eine jeweilige Fahr-
zeugkategorie, wie etwa Fahrzeuge mit Stufenheck oder mit Fliefheck, signifikant
sind.

2.2.4 Template Matching

Bei diesem Ansatz werden Bildausschnitte von bestimmten Ansichten eines Objekts
vorbereitet und iiber ein Korrelationsmaft mit einem neuen Inputbild verglichen.
Durch Schwellwertsetzung auf die Korrelationsfunktion wird versucht, die Existenz
und die Position eines solchen Objekts festzustellen. Der gréfite Nachteil eines der-
artigen Algorithmus besteht in der weitestgehenden Unfiahigkeit, mit verschiedenen



2.2. DETECTION UND RECOGNITION ALGORITHMEN 12

Abbildung 2.2: Beispiele fiir die Detektion eines vorbeifahrenden Fahrzeugs in der
Arbeit von NAGEL [KDN93|

Blickwinkeln und Skalierungen eines Objekts umzugehen.

Dieses Verfahren findet sich beispielsweise in der Arbeit von BETKE u.a. [BHDY6].
Ausgehend von einer Kamera, welche in einem sich selbst bewegenden Fahrzeug
angebracht ist, werden iiberholte oder iiberholende Fahrzeuge detektiert. Dabei wird
ein Datensatz von Graustufenbildern als Templates verwendet, welche verschiedene
Fahrzeugtypen in Heckansicht zeigen, und die Existenz eines Fahrzeugs auf die oben
beschriebene Art und Weise festgestellt.

2.2.5 Appearance Based

Diese Gruppe von Algorithmen erfihrt in den letzten Jahren eine starke Zunahme
an Popularitiat. Im Gegensatz zum Template Matching Ansatz werden Représen-
tationsmodelle nicht vordefiniert, sondern aus einer Datenbank mit positiven und
negativen Trainingsbeispielen gelernt. Dabei beruhen diese Verfahren stark auf Me-
thoden aus dem Bereich der kiinstlichen Intelligenz und dem Bereich der Statistik.
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Im Ansatz von MATTHEWS u.a. [MACH96] werden anfangs einzelne Ausschnitte ei-
nes Bildes, die moglicherweise Fahrzeugen entsprechen, auf eine vordefinierte Grofke
von 20 x 20 Bildpunkten skaliert. Jeder der skalierten Ausschnitte wird weiters in
25 4 x 4 Fenster unterteilt, welche dann einer PCA unterzogen werden. Die daraus
resultierenden Principle Components werden schlieflich einem Neuralen Netz zur
Klassifikation iibergeben.

Neurale Netze werden auch in der Methode von GOERICK u.a. verwendet [GNW96].
Hierbei wird ein so genanntes Local Oriented Coding Verfahren verwendet, um Kan-
teninformation aus einem Bild zu extrahieren, wobei dann ein Histogramm in einem
interessanten Bereich einem Neuralen Netz zugefiihrt wird.

Ein Verfahren, welches eine Kombination aus Gabor Filtern, Genetischen Algorith-
men und Support Vector Machines beinhaltet, wurde von SUN, BEBIS und MILLER
vorgeschlagen [SBM03]. Die Grundidee besteht darin, eine Filterpopulation einem
Genetischen Algorithmus zuzufiihren, der mit jedem Evolutionsschritt eine Perfor-
manceoptimierung durchfiihrt. Dazu werden die Parameter einzelner Gabor Filter
nacheinander binir kodiert, wobei ein Filter aus M Bit besteht. Eine aneinander
gereihte Anzahl N einzeln binédr kodierter Filter bildet als NV - M langer Bitstream
ein einzelnes Chromosom. Da im Laufe der Evolutionsschritte Filter mit stark red-
undantem Verhalten entstehen konnen, wird ein Clustering Algorithmus im Pa-
rameterraum der Gabor Filter angewandt und Cluster redundanter Gabor Filter
in einzelne optimierte Gabor Filter umgewandelt. Mutation wird durch einzelne
Bitflips durchgefiihrt, einfaches Crossover wird verwendet und im Selektionschritt
werden die besten Individuen beibehalten, so dass die Anfangsgrofe der Population
immer beibehalten wird. Die Fitnessfunktion wird hier durch eine SVM berechnet,
welche die Qualitdt der durch jeden einzelnen Gabor Filter extrahierten Features
bewertet.

Das von PAPAGEORGIOU, OREN und POGGIO [POP98] publizierte Framework bil-
det den Ausgangspunkt vieler Forschungsarbeiten im Bereich der Detektion und
Klassifikation von Objekten, bei welchen so genannte Haar-Wavelets zum Einsatz
kommen. In dieser Arbeit wird ein rechenaufwendiges Verfahren zur Berechnung
der Wavelets auf ein in einzelne Ausschnitte unterteiltes Inputbild verwendet und
anschlieflend gute Features héndisch selektiert. Danach wird eine SVM trainiert,
welche das genaue Modell der zu beschreibenden Klasse lernen soll. Die Anwendung
dieses Ansatzes wird schlieflich in der Detektion von Gesichtern und Passanten de-
monstriert und erreicht durchaus vertretbare Ergebnisse.

In der Arbeit von VIOLA und JONES [VJO1] finden sich einige Ideen wieder, die
zum Teil auf die Arbeit von PAPAGEORGIOU u.a. zuriickgehen, aber auch neue Vor-
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Abbildung 2.3: Schematische Darstellung der Kette von bindren Klassifikatoren in
der Arbeit von VIOLA und JONES [VJO1].

schldge, die vor allem zur Echtzeitfihigkeit eines entworfenen Systems beitragen
sollen. Der erste Vorschlag ist eine andere Repréasentationsart eines Inputbildes, um
die bereits erwihnte Klasse von Haar-Wavelets mit deutlich reduziertem Rechen-
aufwand und damit deutlich schneller berechnen zu kénnen (siehe Abschnitt 4.2.1).
Weiters wird fiir die Selektion von signifikanten Merkmalen die Benutzung einer
leicht modifizierten Form des von SCHAPIRE entwickelten ADA-Boost Algorith-
mus [SF96] vorgeschlagen (siehe Abschnitt 4.3.1 fiir eine ausfiihrliche Erklarung).
Schlieflich wird der Entwurf einer aus diesen selektierten Features gebildeten Kette
bindrer Klassifikatoren angeregt. Der in Abbildung (2.3) dargestellte Aufbau bildet
sozusagen ein Sieb, durch welches negative Ausschnitte von Bildern aussortiert und
nur vermeintlich positive Kandidaten aufbehalten werden. Wahrend dieses System,
evaluiert durch die Anwendung zur Detektion von Gesichtern, vergleichbare Ergeb-
nisse in diesem Bereich erzielt, glinzt dieses Verfahren vor allem durch die schnelle
Verarbeitung von Inputbildern und der damit verbundenen hohen Durchsatzrate.

2.3 Motion Detection

Im Gegensatz zu den im vorhergegangenen Abschnitt diskutierten Algorithmen,
wird bei dieser Gruppe von Verfahren die Information iiber die Priasenz und die
Position eines Objekts aus einer Reihe von Bildern und der sich in dieser Sequenz
abbildenden Bewegung extrahiert. Ein gingiger Ansatz, bewegte Objekte zu iden-
tifizieren, nennt sich Background Subtraction. Hierbei wird ein aktuelles Bild mit
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einem Referenz- oder Hintergrundmodell verglichen und Regionen mit starken Dif-
ferenzen werden zu bewegten Objekten erklart.

Da der Einsatz dieser Methode meist am Anfang einer Computer Vision Anwen-
dung steht, ist es von grofer Bedeutung, dass die extrahierten Bereiche realen be-
wegten Objekten moglichst gut entsprechen. Die Aufgabe, die diese Verfahren zu
erfiillen haben, ist aber alles andere als trivial. Ausgehend von einer stationéren
Kamera, welche den Verkehrsfluss auf einer beliebigen Strafse aufzeichnet, muss ein
Background Subtraction Algorithmus mit zeitlich variierenden Beleuchtungsbedin-
gungen umgehen konnen, ebenso muss er robust sein gegeniiber sich dndernden
Wetterverhaltnissen. Weitere Probleme werden durch von bewegten Objekten ge-
worfene Schatten verursacht, die sich trotz ihres immateriellen Wesens in Videobil-
dern abbilden. Der Algorithmus muss es bewegten Objekten erlauben, sich in das
Hintergrundmodell zu integrieren und aus diesem wieder zu l6sen, wie zum Beispiel
bei einem sich sehr langsam bewegenden oder gar stockenden Verkehrsfluss. Zuletzt
muss ein solches Verfahren auch noch Echtzeitqualititen besitzen, also effizient im
Gebrauch von Speicher- und Rechenressourcen sein.

Grundsétzlich unterscheidet man 2 Gruppen von Algorithmen auf dem Gebiet des
Background Modelling (BGM): Nicht-Rekursive und Rekursive Algorithmen. Fiir
eine detaillierte Evaluierung der hier gelisteten Algorithmen auf dem Gebiet der
Fahrzeugdetektion sei auf die Arbeit von CHEUNG und KAMATH [CKO03| verwie-
sen. Eine spezielle Gruppe von Algorithmen, die nur bedingt mit dem Ansatz des
Background Modelling verbunden ist, ist die der Shadow Detection und Shadow Mo-
delling Algorithmen. Diese Verfahren beschiftigen sich mit der bereits erwidhnten
Problematik von Schatten in Bildern, welche keinen realen Objekten entsprechen.

2.3.1 Nicht-Rekursive BGM-Algorithmen

Bei dieser Klasse werden in einem Puffer eine gewisse Anzahl an Videobildern ge-
speichert und ein Hintergrundmodell basierend auf der zeitlichen Verdnderung der
einzelnen Bildpunkte generiert. Da diese Algorithmen abgesehen von den im Puffer
gespeicherten Bildern keinerlei Information verwenden, sind sie sehr anpassungsfi-
hig. Handelt es sich bei dem beobachteten System aber um einen sehr lange andau-
ernden Prozess mit wenig Bewegung, so kann der Speicherbedarf dieser Algorithmen
durchaus kritisch sein.

Die gebrauchlichsten Methoden in dieser Kategorie sind:

Frame Differencing: Dies ist die einfachste Background Modelling Methode. Zum
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Zeitpunkt ¢ wird ein Frame eines friitheren Zeitpunkts ¢ — 1 als Hintergrundmodell
angenommen. Anwendung findet dieses Verfahren beispielsweise in der bereits er-
wahnten Arbeit von BETKE u.a. [BHD96].

Median Filter: Der Median Filter ist eines der meistverwendeten Verfahren zur
Modellierung des Hintergrunds. Als Modell eines einzelnes Hintergrundpixels wird
der Median iiber die Werte desselben Bildpunktes in allen Frames des Puffers be-
rechnet. Beispiele fiir die Anwendung dieses Filters finden sich unter anderem in
Arbeiten von AGGARWAL [AZ01] und CUuCCHIARA [CPPO03].

Linear Predictive Filter: Dieses Verfahren wird von TOYAMA u.a. vorgeschlagen.
Hier wird das Hintergrundmodell durch das Anwenden eines linear predictive filters
auf die Bildpunkte im Puffer gebildet. Dabei werden die Filterkoeffizienten fiir jedes
Inputbild erneut berechnet [TKBM99|.

Non-Parametric Model: Dieser Algorithmus wurde von ELGAMMAL u.a. [EHD99]
vorgeschlagen und arbeitet folgendermafen. Der gesamte Input vom Anlaufen des
Systems bis zum aktuellen Zeitpunkt, I;_;,I;_r1,...,[;_1 ,wird verwendet um eine
Schitzung der Dichtefunktion f(I; = u) fiir ein einzelnes Pixel zu bilden,

f([t:u):%'z K(u—1I) (2.1)

i=t—L

wobei K (-) einen Gaufschen Kernel bezeichnet. Ein Pixel [; wird dann als Vorder-
grund bezeichnet, wenn es unwahrscheinlich ist, dass es von dieser Verteilung model-
liert wird (Schwellwertsetzung iiber der Wahrscheinlichkeit). Statt solchen unimo-
dalen, kénnen natiirlich auch multimodale Hintergrundmodelle aufgebaut werden.

2.3.2 Rekursive BGM-Algorithmen

Rekursive Algorithmen bendétigen keinen Puffer, sondern fithren rekursiv ein auf
jedem neuen Input basierendes Update eines einzelnen Hintergrundmodells durch.
Das bedeutet auf der einen Seite, dass zu einem bestimmten Zeitpunkt lange zuriick-
liegende Eingangsbilder, meist exponentiell gewichtet, immer noch einen gewissen
Einfluss auf das Modell nehmen, auf der anderen Seite aber, dass eventuelle Fehler
im Modell sehr lange mitgeschleift werden kénnen.

Als wichtigste Vertreter dieser Kategorie werden genannt:

Approximated Median Filter: Er bildet das rekursive Gegenbeispiel zum gera-
de erwéhnten Median Filter. Entwickelt von MCFARLANE und SCHOFIELD [MS95|,
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beispielsweise von REMAGNINO u.a. [R797] in einer Anwendung zur Verkehrsiiber-
wachung eingesetzt, fiihrt dieser Filter eine rekursive Approximierung des wahren
Medians durch. Ein fortlaufender Schéitzwert fiir den Median eines Pixels wird um
1 erhoht, wenn der Wert des Pixels in einem neuen Inputbild grofer als der aktuelle
Schétzwert ist, und um 1 verringert, wenn der Wert geringer ist. Diese Schitzung
konvergiert gegen den wahren Median.

Kalman Filter: Eine genauere Diskussion der Funktion des Kalman Filters fin-
det sich in Anhang A.1. Wihrend die Hauptanwendung des Kalman Filters auf
dem Gebiet der Verkehrsiiberwachung die des Trackens von Fahrzeugen ist, kann
der Kalman Filter auch zum “Tracken” von Figenschaften des Hintergrunds, wie
etwa von Helligkeit verwendet werden. Eine populdre Methode, welche das Tracken
der Helligkeit und deren zeitlicher Ableitung benutzt, wurde von KARMANN und
BRANDT [KB90| vorgeschlagen, eine Anwendung dieser Methode findet sich bei-
spielsweise in der Arbeit von KOLLER, WEBER und MALIK [KWMO93|.

Mixture of Gaussians (MoG): Bei dieser Art der Modellierung wird wie bei der
bereits zuvor erwahnten Non-Parametric Model Methode eine multimodale Pixel-
Dichtefunktion fiir jedes einzelne Pixel erstellt. Die Parameter dieser Verteilungen
erfahren ein adaptives Update basierend auf neuem Input. Fiir eine genauere Be-
schreibung dieses Verfahrens sei auf die Arbeit von STAUFFER und GRIMSON ver-
wiesen [SGO0].

2.3.3 Shadow Modelling Algorithmen

Diese spezielle Klasse von Algorithmen befasst sich mit der Problematik des Schat-
tenwurfs von Objekten. Da es sich bei Systemen zur Verkehrsiiberwachung um
Outdoor-Applikationen handelt, ist der richtige Umgang mit Schatten von grofer
Bedeutung, da diese Fahrzeuge virtuell verschmelzen lassen oder die Groke einer
Detektion unangenehm beeinflussen konnen (siehe Abbildung (2.4)).

Folgt man der Ansicht von JIANG und WARD [JW92| bzw. von STAUDER u.a.
[SMO99], so konnen Schatten in 2 Klassen eingeteilt werden: self shadow wird der
nicht beleuchtete, d.h. der Lichtquelle abgewendete Teil eines Objekts genannt, und
cast shadow der von dem Objekt auf einen Untergrund geworfene Schatten, wobei
Probleme meist durch Phénomene letzterer Kategorie verursacht werden. In der Li-
teratur findet man vor allem eine Einteilung in die Gruppe der statistischen und die
Gruppe der deterministischen Ansétze. Aus der langen Liste der Referenzen zu die-
sem Thema kann unter anderem auf die Arbeiten von MIKIC, PRATI, CUCCHIARA
u.a. verwiesen werden [MCKTO00] [PMGTO01] [PMTCO03].
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Abbildung 2.4: Beispiel fiir die Schattendetektion in der Arbeit von PRATI
[PMGTO1]. Links eine Aufnahme ohne Schattenunterdriickung, in der Mitte das
Ergebnis der Schattendetektion (weif) und rechts das Ergebnis nach erfolgreicher
Unterdriickung der Schatten.

2.4 Tracking Algorithmen

Tracking Algorithmen werden eingesetzt, um einen Zusammenhang zwischen der aus
einzelnen Bildern extrahierten Information iiber die Bewegung eines Objekts her-
zustellen, wobei der gebrauchlichste Tracking Algorithmus der Kalman-Tracker ist.
Aus dem Kalman Filter entstanden, hat er seine Wurzeln im Bereich der Navigation
und bildet ein allgemeines Framework zum Tracken von Systemen. Im Gegensatz
dazu haben der Condensation-Tracker und der KLT-Tracker ihren Ursprung im Be-
reich der Bildverarbeitung. Der Condensation-Tracker kann als Weiterentwicklung
des Kalman Trackers verstanden werden und versucht, den Umriss von Objekten
zu erkennen und zu verfolgen. Der KLT-Tracker ist auf der Extraktion einzelner
optimaler Features und deren Verfolgung aufgebaut. Die folgenden Unterkapitel
sind einer kurzen Beschreibung der hinter den einzelnen Ansitzen liegenden Ideen
gewidmet.

2.4.1 Der Kalman Tracker

Die mathematischen Grundlagen des nach seinem Erfinder Rudolph E. KALMAN
|[Kal60] benannten diskreten Kalman Filters bilden die Grundlage fiir diesen Tracking
Algorithmus. Die Filtergleichungen bilden eine auf dem Predictor-Corrector Prin-
zip beruhenden optimalen Schitzer fiir den Zustand (State) x € R" eines diskreten
Prozesses, wobei der Mittelwert des resultierenden Fehlers minimiert wird. Eine
Ubersicht iiber die Funktion des Kalman Filters wird in Anhang A.1 gegeben.

Beim Tracking modelliert der Kalman Filter die Bewegung eines Objekts ausgehend
von einer Anfangsposition zu einem gegebenen Zeitpunkt, wobei die Performance
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stark davon abhéngt, wie gut die Charakteristik der Bewegung durch die System-
gleichung modelliert wird (siehe auch Abschnitt 3.8).

Je nach Anwendung ist ein mehr oder weniger komplexes Modell notwendig. In der
Arbeit von COIFMAN u.a. [CBMM98]| findet ein einfaches Modell Verwendung. Fiir
einen Frame werden ein Ein- und ein Ausgangsbereich definiert, respektive Berei-
che, in die Fahrzeuge ein- und ausfahren. Ein Feature Detektor wird zur Auswahl
auffilliger Punkte im Eingangsbereich verwendet und fiir jeden einzelnen detektier-
ten Punkt wird ein neuer Tracker eingefiihrt. Die Systemgleichung dieser Tracker
beriicksichtigt nur Position und Geschwindigkeit des Features, enthilt also einen
4-dimensionalen Zustandsvektor. Bewegt sich ein getracktes Feature in den Aus-
gangsbereich, so wird ein aus dem Verlauf und der Ahnlichkeit der Bewegung der
einzelnen Features schliefender Gruppierungsalgorithmus initiiert, welcher aus einer
Gruppe von Features eine Fahrzeughypothese generiert.

Von DELLAERT und THORPE [DT97] stammt eine Arbeit iiber ein System zur De-
tektion und zum Tracking von Fahrzeugen von einem sich selbst bewegenden Fahr-
zeug aus. Aufgrund der Komplexitit der Aufgabe findet hier ein Kalman Tracker mit
einem 10-dimensionalen Zustandsvektor Anwendung, wobei nicht nur die Position
des getrackten Fahrzeugs in einem Frame, sondern neben anderem auch dessen Ge-
schwindigkeit und die Grofe des umschreibenden Rechtecks in der Systemgleichung
beriicksichtigt werden.

2.4.2 Der Condensation Tracker

Dieses Verfahren wurde erstmals von ISARD und BLAKE vorgeschlagen [IB98|. Es
basiert auf der Problematik, dass bei dem oben genannten Kalman Filter eine un-
imodale gaufische Repréasentation der Wahrscheinlichkeitsdichtefunktion verwendet
wird und damit nur eine einzelne Hypothese iiber die Position und Form eines Ob-
jekts unterstiitzt wird. Dieser Nachteil fiihrt dazu, dass in Szenen mit grobtextu-
riertem Hintergrund der Kalman Filter allein nicht mehr in der Lage ist, ein Objekt
fehlerfrei zu verfolgen.

In diesem neuen Verfahren wird nun die Idee des Kalman Filters weiterverfolgt und
eine multimodale Dichtefunktion eingefiihrt, die es erlaubt, mehrere Hypothesen
iiber den Zustand eines Objekts zu verfolgen. Weiters werden so genannte B-Splines
verwendet, um eine Hypothese iiber den Umriss eines Objekts aufzustellen. An den
Kurven, welche eine einzelne Hypothese bilden, wird eine Kantendetektion in Nor-
malrichtung durchgefiihrt und ein Likelihood-Maf errechnet, welches die Hypothese
unterstiitzt oder schwicht.
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In der Arbeit von MEIER [MA99| wird der Condensation Algorithmus von Isard
und Blake erweitert, um mit neu auftauchenden Objekten umgehen zu kénnen.
Dies ist im Bereich der Verkehrsiiberwachung in jedem Fall n6tig, bei Anwendung
einer stationdren Kamera, um in den Bildbereich ein- und ausfahrende Fahrzeuge
tracken zu konnen, bei Verwendung einer bewegten Kamera wie in dieser Arbeit, um
Hindernisse und andere Fahrzeuge erkennen und tracken zu kénnen. Die Evaluierung
der vorgeschlagenen Technik erfolgt hier auf einer computergenerierten Simulation
eines sich bewegenden Fahrzeugs.

2.4.3 Der KLT Tracker

Der so genannte "Kanade-Lucas-Tomasi Tracker” (KLT Tracker) hat seine Wurzeln
in der Arbeit von LUCAS und KANADE |LK81|, wurde von TOMASI und KANADE
|TK91| entwickelt und in geschlossener Form von SHI und ToMASI [ST94]| publiziert.

Diesem Algorithmus liegt die Idee zugrunde, dass die Aufgabe der Featureextraktion
nicht von der Aufgabe des Trackings getrennt werden sollte, da die Performance
im Bereich des Trackings unmittelbar von der Eignung der Features abhéingt; mit
anderen Worten - gute Features sind jene, die auch gut getrackt werden kénnen. Ein
gutes Feature ist ein stark texturierter Bereich mit groen Helligkeitsschwankungen
in beiden Achsenrichtungen. Bezeichnet man nun die Helligkeitsfunktion mit g(z, y)
und eine lokale Anderungsmatrix mit

2 .
7 — { 9z 9z Gy } , (2.2)
g:v : gy gy

so muss ein (m x n) groker Bereich eines Bildes folgendes Kriterium erfiillen, um als
Feature akzeptiert zu werden: beide Eigenwerte \; und Ay der Matrix Z, evaluiert in
der Mitte des selektierten Bereiches, miissen grofer als ein festgelegter Schwellwert
Ahy SEIN:

min()\l, )\2) > )\thr (23)

Auferdem werden nur eine festgelegte Anzahl N Features selektiert, die auch einen
gewissen Mindestabstand zueinander haben miissen. Ein rein translatorisches Mo-
dell wird fiir das Tracken der Features durch eine Sequenz von Bildern verwendet,
wihrend durch ein Maf fiir die Unterschiedlichkeit (Dissimilarity) eines Patches
zwischen dem aktuellen und dem vorhergegangenen Frame ein affines Veranderungs-
modell des Image Patches gesteuert wird. Die Bewegung, die ein Feature zwischen
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aufeinander folgenden Frames vollziehen kann, ist hier deutlich durch den erforder-
lichen Rechenaufwand beschrankt.

In der Literatur oftmals referenziert und verwendet wird die Implementierung des
KLT-Trackers von BIRCHFELD [Bir97]. In der Arbeit von TOMMASINI u.a. [TFTR98|
wird ein Algorithmus zur Eliminierung von Feature-Outliern behandelt, mit dem
Ziel robusteren Trackings. BELL u.a. [BFH99| setzten den KLT-Tracker erfolgreich
in einem Projekt zur Verfolgung von Luftfahrzeugen ein.

2.5 Zusammenfassung

In den vorangegangenen Abschnitten wurden die wichtigsten Algorithmen aus dem
breiten Spektrum der Literatur herausgegriffen und thematisiert. Zwar kénnen mit
einigen Anséitzen durchaus viel versprechende Erfolge erzielt werden, trotzdem ist
eine Universallosung fiir eine zuverldssige Detektion und Klassifikation von Fahr-
zeugen mittelfristig nicht in Sicht. Ausgehend vom Umfang der zu lésenden Pro-
blematik, dringt sich aber der Verdacht auf, dass ein schnelles und vor allem sehr
performantes System nur aus Kombinationen der jeweiligen Algorithmen entstehen
kann.
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KAPITEL 3

Systemarchitektur

3.1 Allgemeines

Das gesamte System wurde in C++ fiir den Einsatz unter LINUX entwickelt. Unter
anderem wurden die INTEL PERFORMANCE PRIMITIVES Bibliotheken [Int04], aber
auch die DEVIL Image Libraries [Woo04| und die XVISION2 Bibliotheken [Yal9§]
verwendet. Die Benutzeroberfliche wurde mit Trolltechs QT erstellt [Tro04].

Zu Beginn dieses Kapitels wird eine grobe Ubersicht iiber die Vorgaben und Rand-
bedingungen gegeben, die beim Entwurf des Systems beachtet werden mussten.

Darauf folgt ein Uberblick iiber die Struktur des Systems. Da es sich um einen
modularen Aufbau handelt, ist die Funktion durch das Zusammenwirken einzelner
Sektionen gegeben.

Im Anschluss daran, werden die einzelnen Module beschrieben und die jeweils ver-
wendeten Algorithmen im Detail thematisiert. Auflerdem wird versucht, das Zu-
sammenspiel der einzelnen Module moglichst klar zu zeichnen.

Den Schluss bildet eine Diskussion der beim praktischen Einsatz des Systems auf-
getretenen Probleme.

3.2 Vorraussetzungen und Randbedingungen

Obwohl beim Entwurf des Systems grofiter Wert auf die universelle Einsetzbarkeit
gelegt wurde, mussten einige Randbedingungen vorab festgelegt werden, die im
Folgenden kurz genannt werden:

23
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e Es wird eine Aufnahmeposition in einer Ebene iiber der Fahrbahn eingenom-
men, wobei die Kamera vor Erschiitterungen so gut wie moglich geschiitzt
ist.

e Die Beleuchtung der Szene erfolgt durch Tageslicht oder durch kiinstliches
Licht. Néchtliche Bedingungen werden nicht behandelt.

e Es herrschen keine extremen Wetterbedingungen vor wie beispielsweise dichter
Nebel oder dichter Schneefall.

e Der Verkehrsfluss bewegt sich prinzipiell auf die Kamera zu oder von der
Kamera weg, der optische Fluss in der Bildebene verlduft also von oben nach
unten oder umgekehrt.

e Es handelt sich bei der Szene in der {iberwiegenden Zeit des praktischen Ein-
satzes um flieRenden Verkehr und nicht um eine stockende oder stauende Ver-
kehrssituation.

Als weitere Vorgabe sollte im Bereich der Algorithmik auf die moglichst einfache
Umsetzbarkeit auf einem DSP (Digitaler Signalprozessor) Riicksicht genommen wer-
den. Deshalb sollten moglichst geringe Speicher- und Rechenressourcen verwendet
werden.

3.3 Systemstruktur

Das Programm besteht aus sechs einzelnen Modulen, deren Zusammenwirken in
einer groben Struktur in Abbildung 3.1 zu sehen ist.

Ein {ibergeordnetes parametrisiertes Modul, das Real- World-Modell, enthilt vom
Benutzer eingegebene Informationen iiber die aufgenommene Szene. Jedes andere
Modul des Systems wird von dieser Einheit mit diverser Information versorgt (siehe
Abschnitt 3.4).

Die Basis zur Datenerfassung wird von einer selbststindigen Einheit, dem Bild-
aufnahme-Modul gebildet, welches zur Aufnahme von Bildern verschiedener Quellen
verwendet wird (Abschnitt 3.5).

Ein weiteres Modul, das Hintergrundmodell ibernimmt die Modellierung des Hinter-
grundes basierend auf einer Folge von Inputbildern (siehe Abschnitt 3.6). Aufierdem
stellt das Modul ein binédres Bild mit Information iiber Bewegung in der Szene zur
Verfiigung.
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parameter REAL-WORLD
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Abbildung 3.1: Struktur und modularer Aufbau des Systems zur Datenaufnahme
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Das Segmentierungs-Modul (Abschnitt 3.7) iibernimmt die genaue Detektion und
Lokalisation eines bewegten Objekts in dem Inputbild. Als Information dient sowohl
das binare Bild des vorverarbeitenden Hintergrund-Moduls, als auch Information aus
dem nachgeschalteten Tracker-Modul.

Das Tracker-Modul besteht aus einer Menge einzelner Kalman-Tracker, welche das
Tracking von Objekten durch die Szene iibernehmen (Abschnitt 3.8). Auferdem
erstellt das Modul eine History iiber die Bewegung eines Objekts von der ersten
Detektion bis zum Verlassen des Bildbereichs.

Das sechste und letzte Modul des Systems dient zur Klassifizierung von Fahrzeugen.
Die Funktion des Moduls wird hier nur kurz angerissen (siehe Abschnitt 3.9). Eine
genaue Beschreibung der verwendeten Methoden und Algorithmen zum Entwurf
und zur Implementierung einer Klassifikationsstruktur findet sich in Kapitel 4.

3.4 Das Real-World Modell

Im Real-World Modell werden alle benutzerdefinierten Informationen iiber die be-
obachtete Szene gespeichert und den einzelnen anderen Modulen zur Verfiigung
gestellt. Die drei wichtigsten Definitionen sind:

o Region Of Interest; ein ausgewahlter Bildbereich, in den sich die zu unter-
suchende Bewegung abbildet; wird im Bildaufnahme-Modul verwendet (Ab-
schnitt 3.5).

e Growing Grid; ein spezieller Raster zur besseren Segmentierung von potenzi-
ellen Fahrzeugen; wird im Segmentierungs-Modul verwendet (Abschnitt 3.7).

e Homographie; Informationen zur Abbildungsgeometrie der Strafe in das Bild;
wird zur Schitzung der wirklichen Position eines Fahrzeugs im Tracker-Modul
verwendet (Abschnitt 3.8).

Das Real-World Modell bildet sozusagen eine Datenbank von Umgebungsinforma-
tionen, die von den einzelnen Modulen verwendet werden.

3.5 Das Bildaufnahme-Modul

Bei der Konstruktion des Bildaufnahme-Moduls miissen einige Einschriankungen in
Kauf genommen werden, die vor allem durch die technischen Ressourcen definiert
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Abbildung 3.2: Beispiel fiir die Definition einer Region Of Interest. Nur der Be-
reich innerhalb der unterbrochenen Linien wird untersucht. Die Bereiche aufierhalb
werden verworfen.

werden, aber auch durch die Komplexitét der Aufgabenstellung sinnvoll erscheinen.

Wihrend sowohl die Verarbeitung von auf einem externen Datentrager in beliebigem
Format gespeicherten Bildern mdoglich ist, ist auch die direkte Anbindung an eine
Kamera fiir den Echtzeit-Online-Betrieb moglich.

Beim Lesen von einem Datentriger ist die Grofe eines einzelnen Bildes nicht be-
schriankt, das Speicherformat ist sowohl aus komprimierten, als auch unkomprimier-
ten Typen frei wihlbar. Die Geschwindigkeit, mit der Bilder von einem Datentriager
gelesen werden konnen, ist allerdings durch die dem Datentriger eigene Zugriffsge-
schwindigkeit und die benotigte Menge an zu ladendem Datenmaterial beschrankt.

Da beim Kamerabetrieb die X Vision2-Libraries [Yal98| verwendet werden, ist das
Bildformat auf 320 x 240 Pixel beschrankt. Die Anzahl der bereitgestellten Bilder
pro Sekunde ist mit 30 FPS (Frames per Second) jedoch mehr als ausreichend.
Aufserdem erlauben diese Libraries den Einsatz einer handelsiiblichen TV-Karte mit
einem Brooktree BT8x8 Chipsatz als Framegrabber, was eine sehr kostengiinstige
Anschaffung ermoglicht.

Nach der Bildaufnahme werden die Aufnahmen so zurechtgeschnitten, dass sie nur
mehr den im Real- World Modell definierten interessanten Ausschnitt, die Region of
Interest zeigen.

Durch die Auswahl einer Region eines Bildes unmittelbar nach der Aufnahme wird
erreicht, dass nur fiir den Algorithmus relevante Bildbereiche den weiteren Ver-
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Referenzbild Inputhild Differenzbild

Abbildung 3.3: Beispiel fiir ein Differenzbild. Links ist das aus den drei Kanilen
bestehende Referenzbild zu sehen, in der Mitte ein neues Inputbild. Rechter Hand
befindet sich das resultierende Differenzbild.

arbeitungsschritten zugefiihrt werden. Bereiche, die uninteressant fiir die gestellte
Aufgabe sind, werden verworfen, da sie nur Ressourcen unnotwendigerweise ver-
schwenden wiirden.

In Abbildung 3.2 ist ein Beispiel fiir die Definition einer Region Of Interest in
einer Szene zu sehen. Die Videobilder werden auf den Bereich innerhalb der un-
terbrochenen Linien zugeschnitten, die Bereiche auferhalb werden verworfen. Diese
Zuschnitte werden dann dem néchsten Modul zur Verfiigung gestellt.

3.6 Hintergrundmodell

Hier wird das bereits in Abschnitt 2.3.2 erwahnte Approzimated Median Verfahren
verwendet, um ein Modell des Hintergrunds zu erstellen.

Es wird ein Referenzbild fiir jeden einzelnen der RGB-Kanile gebildet und die
Kanéle eines neuen Inputbildes von den jeweiligen Referenzkanilen abgezogen. Fin-
det man zumindest in einem Kanal eine Abweichung grofer als ein vordefinierter
Schwellwert, so wird das ausgegebene Binirbild an der entsprechenden Stelle auf 1
gesetzt, dieser Bildpunkt also aus bewegter Vordergrund definiert (Abbildung 3.3).

Anschliefend wird ein Algorithmus aus einer Arbeit von CUCCHIARA u.a. [CGPPO]]
zur Schattendetektion angewandt. Dieser Algorithmus erlaubt es, Schatten zu grofen
Teilen als solche zu erkennen und aus dem Differenzbild zu entfernen.

Liegt ein Bereich im Schatten eines Objekts, so bedeutet dies zumeist eine gro-
fere Anderung der Helligkeit in diesem Bereich, wihrend die Farbgebung selbst
nur wenig verdndert wird. Ein bereits als Vordergrund definierter Bildpunkt wird
demnach als Schatten erkannt, sofern nur die Anderung der Helligkeitskomponente
zwischen einem neuen Inputbild und dem Referenzbild einen gewissen Schwellwert
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Abbildung 3.4: Beispiel fiir ein dem Strakenverlauf angepasstes Growing Grid
(links), welches iiber das Differenzbild gelegt wird (rechts).

iiberschreitet und die Farbunterschiede niedriger als ein zweiter Schwellwert sind.
Die so definierten Bereiche des Bildes werden danach aus dem Differenzbild wieder
entfernt.

Grolere bewegte Objekte finden sich schlieflich als weife Blobs in dem resultieren-
den Differenzbild wieder, welches der Segmentierungseinheit iibergeben wird.

3.7 Das Segmentierungs-Modul

Als Input fiir das Segmentierungs-Modul dient in erster Linie das vom dariiber-
liegenden Hintergrund-Modell gelieferte bindre Differenzbild. Das Tracker Modul
liefert fiir bereits getrackte Objekte eine Schiatzung ihrer Position, und erleichtert
dadurch die Suche nach den korrespondierenden Blobs.

Vom Real- World Modell wird ein dem Strafenverlauf angepasstes Grid iibernom-
men, welches benutzt wird, um einzelne Blobs besser segmentieren zu kénnen. Die-
ses Growing Grid ist im Prinzip ein neues Koordinatensystem, ein feiner Raster,
welcher ein neues Nachbarschaftsverhéltnis zwischen den einzelnen Bildpunkten de-
finiert. Dieser Raster ist dabei dem Strafenverlauf bzw. dem Verlauf des optischen
Flusses im Bild angepasst und spannt sich iiber die gesamte Region of Interest. Der
dahinter liegende Grundgedanke ist der, dass sich Fahrzeuge im Normalfall in ei-
nem gewissen geometrischen Verhiltnis zur Strafe befinden und dementsprechend in
ein Bild abgebildet werden. Informationen iiber dieses Abbildungsverhéltnis konnen
weiters in einem Segmentierungsverfahren verwendet werden.

Die Segmentierung des Differenzbildes lauft rekursiv ab. Durch die vom Tracker-
Modul gelieferte Schatzung der Gréfe und der Position eines Fahrzeugs wird ein
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Ausschnitt des Differenzbildes definiert. Die einzelnen horizontalen Reihen im Gro-
wing Grid bilden Pixelreihen, so genannte Scanlines. Innerhalb des definierten Aus-
schnitts werden die Scanlines und die Anzahl der gesetzten Pixel mit einem Schwell-
wert verglichen. Ist die Anzahl der gesetzten Pixel grofer als dieser Schwellwert, so
wird der Mittelpunkt der Scanline als Ausgangspunkt eines Growing-Algorithmus
benutzt.

Ausgehend von dem Knotenpunkt, der einen Ausgangspunkt bildet, werden jeweils
die Pixelwerte der 4 benachbarten Knoten im Growing Grid untersucht. An jedem
Knoten, an dem sich wieder ein gesetztes Pixel befindet, wird dieser Vorgang dann
wiederholt. Schlielich ergibt sich der rechteckige Bildausschnitt, in welchem der
Blob zur Génze enthalten ist, durch den Mittelpunkt dieser Menge gesetzter Pixel
und dem maximalen Durchmesser in horizontaler und vertikaler Richtung.

Nachdem sdmtliche vom Tracker-Modul gelieferte Schitzungen bearbeitet wurden,
werden noch mal simtliche durch das Growing Grid im gesamten Bild definierten
Scanlines untersucht. Finden sich unter diesen Scanlines welche, in denen eine ge-
wisse Anzahl an Pixeln gesetzt sind und die nicht zu bereits abgearbeiteten Blobs
gehoren, so bilden diese wieder Ausgangspunkte fiir den Growing Algorithmus.

Schlieflich sollten alle Objekte bestimmter Grofe segmentiert worden sein. Die neu
gewonnene Information iiber die Position der detektierten Objekte wird so an das
Tracker-Modul weitergeleitet.

Der Grund, warum in diesem Modul kein iibliches Region Growing oder Region
Labeling (siehe dazu beispielsweise [SHB98]) verwendet wird, liegt einzig und allein
im Bereich des erforderlichen Rechenaufwands. Die meisten Algorithmen lassen sich
nur schwer in Echtzeit berechnen, und sind deshalb nur schwer im Bereich der Vi-
deoverarbeitung anwendbar. Das hier verwendete Verfahren ist aber dufserst schnell
und kann auch bei Verwendung einer hoheren Auflosung problemlos in Echtzeit
angewendet werden.

3.8 Das Tracker-Modul

In diesem Modul wird fiir jedes einzelne bewegte Objekt ein Kalman-Tracker mit
zwei Teilen verwendet. “ Kalman Tracker” nennt man einen Kalman Filter, der die
Bewegung eines Objekts auf einer Systemgleichung basierend modelliert. Fiir eine
nidhere Beschreibung des Kalman Filters sei auf Anhang A.1 verwiesen.

Im ersten Teil des Kalman-Trackers wird die Position (z,y) eines vermeintlichen
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Fahrzeugs in der Bildebene, im zweiten Teil die Grofe (w,h) des umschreibenden
Rechtecks modelliert. In dem Teil, in welchem die Position modelliert wird, wird
eine Systemgleichung zweiter Ordnung verwendet, in der die Geschwindigkeit und
die Beschleunigung beriicksichtigt werden. Bezeichnet man beispielsweise die Ge-
schwindigkeit in Richtung der x-Achse v, mit

_ Ox

y = —— 3.1
bzw. die Beschleunigung in Richtung der x-Achse a, mit
0w
A, = E s (32)
dann ergibt sich folgende Systemgleichung fiir die x-Position:
& 1t 5 x
g 00 1 g
N——
Xy A Xk-1

Ahnliche Gleichungen ergeben sich auch fiir den Teil des Trackers, der die Grofe
modelliert. Hier wird beispielsweise die Breite w, die Geschwindigkeit mit der sich
diese dndert und ein Beschleunigungsfaktor beriicksichtigt.

Die Schitzungen der Position und der Grofe eines Fahrzeugs bilden den Aus-
gangspunkt fiir die Suche nach dem getrackten Fahrzeug in einem neuen Input-
Differenzbild im Segmentierungs-Modul. Nach der Segmentierung werden diese “Mes-
sungen” als Update fiir die einzelnen Filter verwendet. Fiir jedes neue Objekt, iiber
das vor der Segmentierung noch keine Information im Tracker-Modul vorhanden
war, wird ein neuer Tracker initialisiert.

Durch die rekursive Natur des Tracking-Algorithmus kann eine History iiber die
Bewegung eines Objekts aufgezeichnet werden, bis ein Objekt den Bildbereich ver-
lasst.

Um eine ungefihre Berechnung der Position eines Objekts in der aufgenommenen
Szene und eine Schitzung des Abstands zur Kamera durchfiihren zu kénnen wird
eine Homographie benotigt. Durch die Definition von 4 Punkten in der Szene, welche
zumeist durch Bodenmarkierungen auf der Strafte gegeben sind, und dem Vorwissen
des genauen realen Abstands dieser Punkte zueinander, wird damit ein mathema-
tischer Zusammenhang zwischen der Ebene, in welcher die Strafe liegt, und einem
Modell der Szene hergestellt. Fiir eine detaillierte Beschreibung der Berechnung
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Abbildung 3.5: Beispiel fiir den Zusammenhang zwischen einem Bild und einem
Modell der Szene, welcher durch die Homographie gegeben ist.

einer Homographie sei auf Anhang A.2 verwiesen. In Abbildung 3.5 ist zu sehen,
welcher Zusammenhang durch die Homographie hergestellt wird.

Durch Kombination der Homographie und der Geschichte eines Objekts ldsst sich
die gesamte Bewegung durch die Szene nachvollziehen. Die Position eines Objekts
in der Szene kann allein durch die Transformation des Mittelpunktes des segmen-
tierten Blobs in einem einzelnen Bild errechnet werden. Unter Einbeziehung der
History lassen sich weitere Informationen berechnen. So kann eine Schitzung der
mittleren Geschwindigkeit eines Objekts errechnet werden, oder Information iiber
die benutzten Fahrspuren oder getitigte Uberholmandver gewonnen werden.

Fiir die Weiterverarbeitung im Klassifikations-Modul werden jeweils Bilder von
Fahrzeugen weitergeleitet, welche nahezu im gleichen Abstand zur Kameraposition
aufgenommen werden. Die Idee ist die, alle Fahrzeuge moglichst weit im Vorder-
grund aufzunehmen, um eine méglichst hohe Auflésung zu bewahren.

Die Systemgleichungen sind relativ aufwendig gestaltet. Allerdings versetzen sie
das System in die Lage, nach einer leichten Anpassung der Parameter der Filter
prinzipiell in jeder Aufnahmesituation Fahrzeuge genau genug tracken zu konnen.
Dies ist besonders wichtig, da dadurch Kamerapositionen, die einen sich von der
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Kamera weghewegenden Verkehrsfluss aufnehmen, genauso eingenommen werden
konnen wie Positionen fiir seitliche Aufnahmen oder Aufnahmen von oben.

3.9 Das Klassifikations-Modul

Das Klassifikationsmodul hat die Aufgabe, ein vom Tracker-Modul geliefertes Bild
zu verarbeiten und das darauf abgebildete Fahrzeug einer gewissen Kategorie zuzu-
ordnen. Dabei wird das Bild als erstes auf die vordefinierte Gréfe des Klassifikators
skaliert und anschlieffend eine entsprechende Menge an Features berechnet. Die ver-
wendete Klassifikationsstruktur weist auf diesem Featurepool basierend dem Bild
und damit dem abgebildeten Fahrzeug ein Label zu, das der vorliegenden Fahrzeug-
kategorie entspricht.

In Kapitel 4 wird die genaue Vorgangsweise zum Entwurf einer Klassifikator-Struktur
und die genaue Funktion beschrieben.

3.10 Probleme beim Einsatz des Systems

Der Entwurf des gesamten Systems ist bewusst moglichst allgemein gehalten. Da-
durch gibt es prinzipiell keine Einschrankungen, was den Blickwinkel auf eine Szene
betrifft. Trotzdem sind die Einsatzmoglichkeiten deutlich beschrinkt, wie die auf-
getretenen Probleme zeigen.

Das Bildaufnahme-Modul ist rein fiir den Einsatz unter Tageslicht bzw. kiinstlichem
Licht gedacht, deshalb ist ein Einsatz unter néchtlichen Bedingungen in dieser Form
nicht moglich. Aufierdem ist kein Algorithmus zur Stabilisierung des Kamerabildes
implementiert, so dass nur Aufnahmepositionen verwendet werden kénnen, an denen
die Kamera keinen Erschiitterungen ausgesetzt ist.

Die Implementierung des Hintergrundmodells enthélt einen Algorithmus zur Be-
handlung von Schatten (siehe 2.3.3). Dadurch konnen Probleme, die durch den
Schattenwurf von Fahrzeugen entstehen, groftenteils verhindert werden. Es konnen
allerdings weder durch Lichtkegel von Fahrzeugscheinwerfern hervorgerufene Blend-
wirkungen, noch durch Fahrbahnmaterialien hervorgerufene Spiegelungen oder aus
widrigen Wetterbedingungen resultierende Stérungen behandelt werden.

Die Segmentierungseinheit kann einzelne reale Objekte gut voneinander trennen.
Allerdings ist das Zusammenwirken des Segmentierungs- bzw. des Tracker-Moduls
nicht optimal. Probleme, die durch im Laufe der Bewegung entstehende Verdeckun-
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gen von Fahrzeugen gegeben sind, konnen nur teilweise bereinigt werden. Ebenso
problematisch gestaltet sich die Behandlung von Stausituationen.

Trotz dieser Probleme zeigt das System unter Einhaltung der in Abschnitt 3.2 be-
schriebenen Randbedingungen durchaus eine gute Performance. Deshalb kénnen die
zum Entwurf der Klassifikationseinheit verwendeten Daten auch relativ problemlos
aufgenommen werden.



KAPITEL 4

Featuregenerierung und
Klassifikatorentwurt

4.1 Allgemeines

In diesem Kapitel wird der algorithmische Hintergrund der Featureberechnung und
des Klassifikatorentwurfs in 3 Abschnitten behandelt.

Im ersten Abschnitt wird eine ausfiihrliche Ubersicht iiber die Algorithmen gegeben,
die zur Featureberechnung verwendet werden. Auf eine Beschreibung verschiedener
Représentationsarten und Transformationen folgt eine kurze Diskussion und Inter-
pretation der verwendeten Featuretypen.

Das zweite Unterkapitel gibt eine Ubersicht iiber den entworfenen Klassifikations-
algorithmus. Beginnend mit der Erlduterung des generellen Ansatzes wird eine de-
taillierte Erklarung der Funktion der einzelnen Schritte gegeben.

Der letzte Abschnitt ist einer Beschreibung der aus einzelnen Klassifikatoren aufge-
bauten Strukturen gewidmet, deren Performance in der Folge in Kapitel 5 evaluiert
wird.

4.2 Entwurf und Berechnung der
verwendeten Features

Das Aussehen eines Objekts kann zu einem grofen Teil durch Kanten beschrieben
werden. Wiahrend diese Kanten vor allem den Umriss eines Objekts ausdriicken

35
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konnen, kénnen sie zu einem gewissen Teil auch das texturelle Aussehen eines Ob-
jekts wiedergeben. Deshalb haben Kanten prinzipiell grofe Aussagekraft iiber das
Erscheinungsbild eines Objekts.

Die Detektion von Kanten kann mitunter sehr effizient durchgefiihrt werden, aller-
dings reduzieren sich nahezu alle Verfahren auf ein mehr oder weniger komplexes
Schwellwertproblem. Ein Detektionsalgorithmus stellt zumeist nur die Existenz ei-
ner Helligkeitsinderung allein fest, sagt aber nichts iiber die Richtung oder die
Stirke der Anderung aus. Deshalb ist die einfache Detektion einer Kante allein
nicht ausreichend. Ausgehend von dieser Tatsache muss auf eine andere Methode
zur Reprisentation von Hellikeitsunterschieden zuriickgegriffen werden, auf die der
Wawvelet-Transformation.

In der Computer Vision bilden so genannte Haar Wavelets der Definition nach eine
Menge von natiirlichen Basis-Funktionen, die die Differenz in der durchschnittli-
chen Helligkeit zwischen verschiedenen Regionen eines Bildes kodieren. Fiir eine
detaillierte Beschreibung von Wavelets sei auf die Publikation von MALLAT [Mal89]
verwiesen; eine Einfiihrung iiber den Einsatz von Wavelets in der Computer Vision
wird in den Publikationen von STOLLNITZ u.a. gegeben [SDS95a] [SDS95b].

Bei der Klasse der Haar-Features handelt es sich somit um einzelne Zahlenwerte,
welche die Differenz zwischen den Pixelsummen in verschiedenen Bildausschnitten,
die in einem bestimmten geometrischen Verhéltnis zueinander stehen, kodieren.
Die in Kapitel 2 bereits erwdhnte Arbeit von VIOLA und JONES [VJO01] enthélt
einen interessanten Ansatz zur effizienten Berechnung dieser Pixelsummen, welcher
hier aufgegriffen wird. Durch eine Transformation eines Inputbildes in eine andere
Reprisentationsform ist es moglich, die Pixelsumme einer horizontal oder vertikal
liegenden rechteckigen Fliche in konstanter Zeit zu berechnen. Diese Représen-
tationsform wird von den Autoren das Integral Image genannt. Da diese Idee aber
eigentlich einer viel fritheren Arbeit von CROW [Cro84]| iiber Texture Mapping ent-
stammt, wird in dieser Arbeit der dort verwendete Begriff des Summed Area Table
(SAT) verwendet.

Um die Pixelsummen in diagonal liegenden Flichen effizient berechnen zu kénnen,
wird auf einen weiteren Ansatz aus den Arbeiten von LIENHART, KURANOV, PISA-
REVSKY und MAYDT [LKP02| [LM02] zuriickgegriffen. Darin wird eine weitere, auf
der Idee des SAT basierende Transformation in eine andere Reprisentationsart vor-
geschlagen, in den so genannten Rotated Summed Area Table (RSAT). Dadurch ist
es moglich, auch um 45° gedreht liegende rechteckige Flachen zu denselben Kondi-
tionen zu berechnen, also ebenfalls in konstanter Zeit.

Abbildung 4.1 zeigt zwei Beispiele fiir die mogliche Lage eines Rechtecks in einem
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Abbildung 4.1: Beispiele fiir eine mogliche Lage eines normalen und eines um 45°
verdrehten Rechtecks in einem Bild

Bild. Durch die beiden Transformationen wird der Grundstein fiir eine sehr effizi-
ente Berechnung von Features gelegt, welche aus in solchen Rechtecken liegenden
Pixelsummen gebildet werden. Dabei steht der Rechenaufwand dieser Transforma-
tionen selbst in konstantem Verhéltnis zu der Anzahl der Bildpunkte in einem Bild,
wie in den néchsten beiden Abschnitten erlautert wird.

4.2.1 Summed Area Table

Der Wert des Summed Area Tables berechnet sich an der Stelle SAT(z,y) zu

SAT (z,y) = Z I(2',y') . (4.1)

m/§x7 ylgy
Nutzt man die folgenden 2 Rekursionen

s(x,y) = s(x,y—1)+1(x,y)
SAT (z,y) = SAT(x—1,y)+ s(x,y) ,

wobei s(x,y) die kumulative Reihensumme und

s(z,—1)=0
SAT(-1,y) =0

ist, kann der SAT in einem Durchlauf iiber ein Bild berechnet werden.
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Abbildung 4.2: Berechnung der Pixelsumme in einem vorgegebenen Rechteck. Mit
Hilfe der 4 Referenzen kann diese in konstanter Zeit berechnet werden (siehe Formel

(4.6))

Nach der Transformation kann jede rechteckige Summe durch eine einfache Refe-
renzierung von 4 Werten berechnet werden. Abbildung 4.2 illustriert dies.

Zur Berechnung der Pixelsumme im Rechteck D sind folgende 4 Referenzen not-
wendig:

e 7 entspricht der Pixelsumme im Rechteck A
e 75 entspricht der Summe der Rechtecke A + B
e 13 entspricht A + C

e 7, entspricht A+ B+ C + D.

Es ergibt sich fiir die Pixelsumme im Rechteck D somit

pixsum(D) =71y + 11 — (rg +73) . (4.6)

4.2.2 Rotated Summed Area Table

Der Rotated Summed Area Table berechnet sich an der Stelle RSAT (x,y) zu
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RSAT (z,y) = > I(2' ) (4.7)

2'<z, y' <y—|r—a’]

und kann mit der Formel

RSAT (z,y) = RSAT(x—1,y—1)+ RSAT(z+1,y—1)— (4.8)
RSAT (z,y —2) + I(x,y) + I(z,y — 1)

und unter Zuhilfenahme folgender Bedingungen

RSAT(~1,y) = RSAT(z,—1) = RSAT(z,~2) = 0 (4.9)
RSAT(—1,—1) = RSAT(-1,-2) = 0 (4.10)

in einem Durchlauf iiber ein Bild berechnet werden (Abbildung 4.3).

Hiermit kann die Pixelsumme eines beliebigen um 45° rotierten Rechtecks rect =
(x,y,w, h,45°) durch 4 Referenzen berechnet werden (Abbildung 4.4):

pixsum(rect) = RSAT(z—h+w,y+w+h—1)+ (4.11)
+RSAT (z,y —1) — RSAT(x — h,y + h— 1)
—RSAT (z +w,y+w —1) .

4.2.3 Featuretypen und Interpretation

Mit Hilfe der neuen Repréisentationsarten konnen Features, die auf Pixelsummen
in Rechtecken basieren, aus einem Bild sehr effektiv berechnet werden. Das Layout
der einzelnen Features hingt dabei von den zu suchenden Strukturen ab.

Abbildung 4.5 zeigt Prototypen der 15 in dieser Arbeit verwendeten Featurearten. 8
davon kénnen unter Zuhilfenahme des SAT berechnet werden, die restlichen 7 iiber
Einbeziehung des RSAT. Weiters konnen die Features folgendermafen unterteilt
werden:

Edge Features: Grundsitzlich stellt die Berechnung dieser Gruppe einen einfa-
chen Kantendetektionsalgorithmus dar. Dabei erfiillen die Typen (a) und (b) ihre
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/

RSAT(x-1,y-1) 1(x.y) I(x.y-1) RSAT(x+1,y-1)

RSAT(x,y-2)

Abbildung 4.3: Berechnung des Rotierten Integral Images in einem Durchlauf nach
Gleichung (4.8)

RSAT(x,y-1)

/

RSAT(x—h,y+h-1) RSAT (x—h+w,y+w+h-1) RSAT (x+w,y+w-1)

Abbildung 4.4: Berechnung der Pixelsumme in einem rotierten Rechteck mit Hilfe
des Rotierten Integral Images und unter Verwendung von Gleichung (4.11)



4.2. ENTWURF UND BERECHNUNG DER
VERWENDETEN FEATURES 41

Funktion in horizontaler und vertikaler Richtung, die Typen (c¢) und (d) hingegen
in diagonaler Richtung.

Line Features: Sie sollen auf strichartige Strukturen ansprechen. Die Gattungen
(a), (¢), (e) und (g) werden zur Detektion diinner, die Gattungen (b), (d), (f) und
(h) zur Detektion dicker linienférmiger Merkmale verwendet.

Center Surround Features: Das Ziel dieser Features ist es, auf besondere punkt-
formige Merkmale zu reagieren.

Corner Feature: Als spezielles Feature ist dieser Typ als Ersatz fiir alle diagonalen
Features verwendbar, im Besonderen fiir die diagonalen Edge Features, da es sowohl
auf diagonale Kanten, als auch auf markante Ecken anspricht.

Basierend auf der Anzahl zusammenhéngender Regionen gleichen Vorzeichens, sind
zur Berechnung der Features eine gewisse Anzahl an Zugriffen auf die Reprisen-
tationen SAT und RSAT vonnéten. Wie leicht nachzuvollziehen ist, konnen FEdge
Features durch 6 Zugriffe berechnet werden, wéihrend fiir Line und Center Surround
Features 8 und fiir das Corner Feature 9 Referenzierungen bendtigt werden.

4.2.4 Datenpool und Selektion

Die Gesamtheit aller auf ein Bild bestimmter Grofe berechenbaren Features ent-
steht aus der theoretischen Moglichkeit, jeden dieser Prototypen, ausgehend von
einer Basisgrofie, in Breite und Hohe beliebig ganzzahlig zu skalieren und an jeder
moglichen Stelle im Bild zu berechnen. Dies ist allerdings nicht unbedingt notwen-
dig.

In den Arbeiten von LIENHART werden zwei Featuresets fiir das Detektion-Problem
definiert und deren Performance evaluiert. Dieselben Gruppen von Features werden
auch hier verwendet, allerdings fiir das Klassifikationsproblem.

Das erste Featureset wird durch die Arbeiten von VIOLA & JONES motiviert und
wird in der Folge Viola-Set genannt. Es besteht aus den 5 Featuretypen 1(a)(b),
2(a)(c) und 4. Da keine diagonalen Features berechnet werden, braucht auch der
Rotated Summed Area Table nicht berechnet zu werden. Dadurch wird der Berech-
nungsaufwand deutlich reduziert.

Die zweite Gruppe von Features wird von LIENHART preferiert und deshalb mit
Lienhart-Set bezeichnet. Bis auf das Feature des Typs 4 zédhlen alle Featuretypen
zu dieser Gruppe. Zur Berechnung werden beide Reprisentationsarten, SAT und
RSAT, benoétigt. Durch die verhéltnisméfig grofe Anzahl unterschiedlicher Featu-
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1. Edge features

g ®e

@ (b © (d)

2. Line features

=l so 0N

@ (b) © (@ © ® @ M

3. Center-surround features

@ (b)

4. Corner feature

Abbildung 4.5: Prototypen der 15 verwendeten Features; schwarze Fléchen haben
negatives, weile Flichen positives Vorzeichen

Feature-Typ Viola-Set Lienhart-Set

24x24 | 48x48 | 64x64 24x24 | 48x48 | 64x04

1.(a)(b) je 43.200 [ 677.376 | 2.129.920 [ 43.200 | 677.376 2.129.920
L.(c)(d) je — — 11.572 | 202.952 655.712
2.(a)(c) je 27.600 | 442176 | 1.397.760 | 27.600 | 442.176 1.397.760
2.(e)(g) je — — 7.028 129.480 423.150
2.(b)(d) je — — — 19.800 | 324.576 1.031.680
2.())(h) je — — 4.780 92.840 307.040
3.(a) — — — 8.464 141.376 451.584
3.(b) — — — 1.932 39.480 132.090

4. 20.736 | 331.776 | 1.048.576 — — —
| Summe: [ 162.336 | 2.570.880 | 8.103.936 || 238.356 | 3.919.656 | 12.474.198 ||

Tabelle 4.1: Beispiel fiir die Grofse der moglichen Featurepools fiir 3 Bilder unter-
schiedlicher Grofe. In der linken Spalte ist die Bezeichnung des Featuretyps aus
Abbildung 4.5 aufgetragen, In den Spalten 2 bis 5 ist die Anzahl der Features fiir
das Viola-Set, in den rechten drei Spalten die Anzahl der berechenbaren Features
fiir das Lienhart-Set aufgetragen.
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retypen resultiert auch ein deutlich groferer Berechnungsaufwand.

Selbst nach einer Einteilung in zwei Feature-Sets ist die Grofe der jeweiligen re-
sultierenden Featurepools enorm. In Tabelle 4.1 wird aufgelistet, welche Anzahl an
Features aus der Verwendung der Featuregruppen fiir zwei verschiedene Bildgrofen
entstehen wiirden. Diese Featurepools enthalten einerseits Unmengen redundanter
Information, andererseits bilden sie technisch nur sehr schwer bewiltigbare Daten-
mengen. Deshalb ist es empfehlenswert, die jeweiligen Prototypen bei einer vordefi-
nierten Bildgréfe nur an bestimmten Positionen und in festgesetzten Skalierungen
zu berechnen. Dadurch kann der erforderlichen Speicheraufwand und der ohnehin
nicht zu unterschitzende Rechenaufwand in Grenzen gehalten werden.

4.3 Klassifikatorentwurf

Grundlage des gesamten Klassifikationsschemas bildet der ADA-Boost Algorithmus.
Eine detaillierte Beschreibung der verwendeten Version wird in den nichsten beiden
Abschnitten gegeben.

4.3.1 Der ADA-Boost Algorithmus

Der ADA-Boost Algorithmus wurde von SCHAPIRE und FREUND entwickelt [SF95]
[SF96]. Diesem Algorithmus liegt die Idee zugrunde, eine Gruppe von schwachen
Klassifikatoren, so genannten Weak Classifiers, die nur unwesentlich bessere Ent-
scheidungen treffen als Zufallsentscheidungen, zu einem einzelnen starken Klassifika-
tor zu kombinieren, dessen Performance wesentlich besser ist als die jedes einzelnen
aus dieser Gruppe.

In Abbildung 4.6 ist der etwas modifizierte ADA-Boost Algorithmus zu sehen, der
durch die Arbeit von VIOLA und JONES [VJ01] angeregt wird und hier Verwendung
findet. Der Algorithmus iibernimmt sowohl die Auswahl einer vorgegebenen Anzahl
T signifikanter Features, als auch das Training eines Klassifikators.

Ausgehend von einem Trainingsdatensatz an Tuples (z;,y;), welche je aus einem
Bild und dem Label der Fahrzeugkategorie bestehen, wird fiir jedes einzelne Tupel
eine von der Anzahl der positiven und negativen Beispielen abhidngige Anfangsge-
wichtung w, ; berechnet. Fiir einen starken Klassifikator, welcher aus 7' schwachen
Klassifikatoren besteht (Level-T" Klassifikator), wird folgende Schleife 7" mal durch-
laufen.
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® Gegeben: Satz Trainingsbilder (z1,41), ..., (5, yn), wobei
y; = 1 fiir positive und y; = 0 fiir negative Beispiele

® Initialisiere die Gewichte fiir jedes Trainingsbeispiel 7, wobei
[ und m die Anzahl an positiven und negativen Beispielen ist

{zlz falls y; =1
wi; =

A falls 3, =0

2m

® Fiir einen Klassifikator bestehend aus T' schwachen Klassifikatoren:

firt=1...T
@ Normalisiere die Gewichte
Wt i
wti,i —
> wy;
j=1

sodaf eine Wahrscheinlichkeitsverteilung w; entsteht

@ Fiir jedes Feature j trainiere einen schwachen Klassifikator h;,
der nur ein einzelnes Feature verwenden darf und berechne den Fehler

in Bezug auf w,

€ = > (wi - |hj(x:) — yil)

7

8 Selektiere den schwachen Klassifikator ~; mit dem geringsten Fehler ¢;

ht = h]' € = €5

@ Berechne die Gewichte der Trainingsbeispiele neu
- 1-— €t

1—e; .
Wiy1; = Wi Py mit By

0 wenn h; Beispiel ¢ korrekt klassifiziert

d ;=
o ¢ { 1 wenn h; Beispiel ¢ nicht korrekt klassifiziert

® Der gesamte starke Klassifikator ergibt sich damit zu
1

T T
1 falls > - he(x) > pir D v mit a; = log—
i=1

h(z) = =1 B

0 sonst

Z?:] X
1- DPthr

(1 — 2punr + (M))
0.5 wenn h(z) =1

r=1)= T
p( ) (Z;:qu‘t"h(@)
0.5 P

DPthr

wenn h(z) =0

Abbildung 4.6: Modifizierter ADA-Boost Algorithmus fiir einen starken Klassifikator
bestehend aus T schwachen Klassifikatoren (Level-T" Klassifikator).
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Beginnend mit einer Normalisierung der Gewichte zu einer Wahrscheinlichkeitsver-
teilung wird fiir jedes einzelne Feature ein schwacher Klassifikator trainiert (siehe
Abschnitt 4.3.2) und dessen Fehler auf den Trainingsdatensatz evaluiert. Dabei wird
eine Fehlklassifikation durch die verschiedene Gewichtung der einzelnen Trainings-
beispiele unterschiedlich bewertet. Schlieklich wird jener schwache Klassifikator h;
aus der gesamten Menge herausgegriffen, der den geringsten Fehler ¢; aufweist und
eine Umverteilung der Gewichte anhand der richtigen oder falschen Klassifikati-
on durch dieses eine Modul vorgenommen. Dadurch wird erreicht, dass mit jedem
Durchlauf schwere Beispiele stirker gewichtet werden und im néchsten Schritt auf
die richtige Klassifikation genau dieser Tupels mehr Wert gelegt wird.

Nach Durchlaufen der Schleife ergibt sich der Level-T" Klassifikator h(z) durch ei-
ne serielle Aneinanderreihung der einzelnen schwachen Klassifikatoren, wobei jedes
dieser Module eine fehlerabhingige logarithmische Gewichtung erhilt. Dabei kann
ein Wahrscheinlichkeitsmafl definiert werden, die angibt, mit welcher Wahrschein-
lichkeit p(z) ein Beispiel eine positive Klassifikation = = 1 erhélt. Eine Wahrschein-
lichkeit, die grofser als oder gleich einer vorgegebenen Wahrscheinlichkeit py,. ist,
fithrt automatisch zu einer Klassifikation h(z) = 1.

4.3.2 Die Funktion der schwachen Klassifikatoren

Da ein schwacher Klassifikator bei Verwendung des in Abbildung 4.6 beschriebenen
Boostings nur ein einzelnes Feature verwenden darf, handelt es sich um eine eindi-
mensionale Problemstellung. Wéhrend eine ganze Reihe von Algorithmen zur Lo-
sung verwendet werden konnen, werden hier die folgenden 2 Ansétze vorgeschlagen,
die zum Training und zur Optimierung eines Weak Classifiers bei einer gegebenen
Menge von N Tuples verwendet werden konnen:

LMS Kriterium: Unter Verwendung des Least-Mean-Square Kriteriums wird der-
jenige Schwellwert 6,,;, gesucht, bei dem der quadratische Fehler zwischen den Wer-
ten der Features f in den einzelnen Trainingsbildern ¢ und der gezogenen Grenze 6
minimal ist.

N
Bunin = min 2; i — 0| (4.12)

Dadurch wird nicht unbedingt der kleinste mogliche Fehler auf dem Trainingsda-
tensatz erzielt, prinzipiell ist aber zu erwarten, dass dadurch Features ausgewéhlt
werden, die einerseits diskriminant sind und deren Werte gleichzeitig kompaktere
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Abbildung 4.7: Beispiel fiir die Schwellwertsetzung der beiden Kriterien. Die roten
und blauen Kreise stellen positive und negative Beispiele dar; wihrend das Miner-
ror-Kriterium den geringsten Fehler auf die Trainingsdaten macht, minimiert das
LMS-Kriterium den Abstand zwischen der Grenze und jedem einzelnen Beispiel.

Mengen bilden, also im Allgemeinen weniger Streuung beinhalten.

Minimum Error Kriterium: Hier wird der optimale Schwellwert 6,,;, gesucht,
damit die minimale Anzahl an Trainingsbeispielen falsch klassifiziert wird.

1 wenn f;>4

ho(fi) = { B (4.13)

0 sonst
N

Falls es einen optimalen Schwellwert gibt, an dem kein einziges Trainingsbeispiel
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falsch klassifiziert wird, dann wird dieser bei Verwendung dieses Kriteriums gefun-
den. Die Performance hingt allerdings stark von der Reprasentationsfihigkeit der
Trainingsdaten ab. Ist der Trainingsdatensatz wenig représentativ, so kann unter
Umstéinden ein optimaler Schwellwert leicht gefunden werden, die Performance auf
einem Testdatensatz muss deshalb aber nicht unbedingt gut sein.

In Abbildung 4.7 wird die unterschiedliche Verhaltensweise der beiden Anséitze de-
monstriert.

4.4 Evaluierte Strukturen zur
Multi-Class Klassifikation

In Abschnitt 4.3 wurde die Vorgangsweise zum Bau eines binidren Klassifikators be-
sprochen. Da es mehr als zwei Klassen von Fahrzeugen zu unterscheiden gilt, ist
eine Kombination einzelner Module notwendig, um die gestellte Aufgabe erfiillen zu
konnen. Durch die oben beschriebene Methode werden einzelne binire Klassifikato-
ren trainiert und diese anschliefend in zwei verschiedenen Strukturen angeordnet,
welche in der Folge kurz beschrieben werden.

4.4.1 Die Baum-Struktur

In Abbildung 4.8 ist die Bauwm-Struktur aus einzelnen Klassifikatoren zu sehen.
Hier wird zuerst eine grofenabhingige Klassifikation durchgefiihrt und im Anschluss
daran eine Einordnung in die jeweilige Fahrzeugkategorie.

Die einzelnen Klassifikatoren werden jeweils mit positiven und negativen Beispielen
fiir die zu treffende Entscheidung trainiert. Die jeweilige Anzahl an Features (Le-
vel M,N und O) der einzelnen Klassifikatoren beschreibt nur die Unabhangigkeit
der einzelnen Module voneinander, sie kann also unabhingig voneinander gewahlt
werden.

4.4.2 Die 1-vs-All-Struktur

Abbildung 4.9 zeigt die andere Anordnung bindrer Klassifikatoren. 4 unabhéngi-
ge Module berechnen parallel die Wahrscheinlichkeit, dass ein Inputbild zu einer
gewissen Fahrzeugkategorie gehort. Die maximale Zugehorigkeitswahrscheinlichkeit
ergibt schlielich die Zuordnung des Bildes zu einer Klasse.
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Abbildung 4.8: Baum-Struktur zur Multi-Class Klassifikation.
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Abbildung 4.9: 1-vs-All-Struktur zur Multi-Class Klassifikation.
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Zum Training der einzelnen Klassifikatoren werden jeweils Gruppen positiver Bei-
spiele, also der jeweiligen Klasse zugehoriger Fahrzeuge, und Gruppen negativer
Beispiele, eben nicht zu der Klasse gehoriger Fahrzeuge, verwendet. Auch hier ist
die Anzahl der Features (Level M,N,O und P) frei wiahlbar und unabhéngig von-
einander.

4.4.3 Vor- und Nachteile der einzelnen Strukturen

Wiéhrend die Zuordnung eines Inputbildes zu einer Fahrzeugkategorie durch die
Baum-Struktur einen rechnerischen Vorteil gegeniiber der zweiten evaluierten Struk-
tur hat, hat die serielle Anordnung der Klassifikatoren einen entscheidenden Nach-
teil. Fiir die Kategorisierung eines Inputbildes miissen nur 2 Klassifikationen durch-
gefithrt werden, was nur den halben Rechenaufwand im Vergleich zur 1-vs-All-
Struktur darstellt. Da eine Einordnung in eine Fahrzeugkategorie aber nur durch
zwei serielle bindre ja/nein-Entscheidungen getroffen wird, ist eine Fehlentschei-
dung in der ersten Stufe der Klassifikatorengruppe nicht mehr korrigierbar und
fiihrt unweigerlich zu einer Fehlklassifikation.

Die 1-vs-All-Struktur bendtigt fiir die Zuordnung eines Inputbildes zu einer Fahr-
zeugkategorie 4 Klassifikationen und damit den doppelten Rechenaufwand wie die
Baum-Struktur. Die parallele Anordnung der Module macht allerdings eine wahr-
scheinlichkeitsbasierte Entscheidungsfindung moglich. Aus diesem Grund kann die
Einordnung eines Inputbildes in eine Klasse anhand der maximalen Zugehorig-
keitswahrscheinlichkeit einen deutlich positiven Einfluss auf die Performance dieser
Struktur haben.
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KAPITEL 5

Experimente und Resultate

5.1 Allgemeines

In diesem Abschnitt werden die in Kapitel 4 ausfiihrlich beschriebenen Verfahren
und Strukturen in Bezug auf verschiedene Kriterien evaluiert.

Zu Beginn wird die Menge der Fahrzeugbilder beschrieben, welche zum Training
und zum Test der Algorithmen verwendet wird, und Beispiele aus den jeweiligen
Fahrzeugkategorien gezeigt.

In Abschnitt 5.3 werden verschiedene Experimente durchgefiihrt. Es wird unter
anderem ein Vergleich der Weak Classifiers durchgefiihrt und die Abhéngigkeit zwi-
schen dem Klassifikator-Level und der Performance untersucht. Auferdem wird die
Performance in Abhéingigkeit der Anzahl an Trainingsdaten untersucht.

Die universelle Einsatzmoglichkeit der Algorithmen wird in den Abschnitten 5.4.1
und 5.4.2 auf den von den beiden anderen Kamerapositionen aus aufgenommenen
Daten demonstriert.

Den Schluss in Abschnitt 5.5 bildet eine Zusammenfassung der Ergebnisse und der
daraus resultierenden Erkenntnisse.

5.2 Beschreibung der verwendeten
Trainings- und Testdaten

Datenaufnahme: Zur Aufnahme der Fahrzeugbilder wurden drei verschiedene
Kamerapositionen und damit drei grob verschiedene Blickwinkel auf die Fahrbahn

o1
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Abbildung 5.1: Drei unterschiedliche Standorte der Kamera fiir die Aufnahme von
Daten. Von den ersten beiden Positionen aus wird der Verkehrsfluss von vorne, bei
der dritten Position von hinten aufgenommen.

ausgewdihlt. Die ersten beiden Positionen befanden sich jeweils rechts und links der
Fahrbahn und ermoglichten die Aufnahme des Verkehrsflusses von vorne. Die dritte
Position wurde so gewahlt, dass der Verkehrsfluss auf der Gegenfahrbahn gefilmt
wurde, die Fahrzeuge also von hinten aufgenommen wurden. In Abbildung 5.1 sind
die verschiedenen Kamerapositionen gegeniiber der Fahrbahn zu sehen.

Ausgehend von den 3 Kamerapositionen wurden an mehreren Tagen bei gleich blei-
bendem Blickwinkel zur Fahrbahn und verénderlichem Sonnenstand einige Stunden
Videomaterial aufgezeichnet und Fahrzeugbilder daraus extrahiert. Fiir Kamerapo-
sition 1 wurden fiir einen besonderen Test unter einem leicht verdnderten Blickwin-
kel (ca. 5°) weitere Daten aufgenommen.

Kategorisierung: Nach der Extraktion der Fahrzeugbilder wurde von Hand eine
Zuordnung von Labels zu den Bildern geméf der abgebildeten Fahrzeugkategorie
vorgenommen. Die Abbildungen 5.2 - 5.5 zeigen Beispiele aus den gesammelten
Daten fiir die jeweilige Kategorie und die erste Kameraposition. In Tabelle 5.1 ist die
gesamte Anzahl der aufgenommenen Bilder fiir die einzelnen Positionen aufgelistet.

Durch die Einschréinkung auf 4 zu unterscheidende Fahrzeugkategorien gestaltet sich
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Beispiele aus der Menge der PKW Bilder

Abbildung 5.2: Beispiele fiir Fahrzeuge aus der PKW Kategorie

Beispiele aus der Menge der BIKE Bilder

Abbildung 5.3: Beispiele fiir Fahrzeuge aus der BIKE Kategorie

a3
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TRAININGS- UND TESTDATEN

Beispiele aus der Menge der LKW Bilder

Abbildung 5.4: Beispiele fiir Fahrzeuge aus der LKW Kategorie

Beispiele aus der Menge der BUS Bilder

Abbildung 5.5: Beispiele fiir Fahrzeuge aus der BUS Kategorie
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| Kategorie || Pos. 1 | Pos. 1* || Pos. 2 | Pos. 3 |

PKW 20329 | 3368 2000 3853
BIKE 242 23 63 4
LKW 1555 444 971 929
BUS 94 12 20 11

| Gesamt: | 22220 | 3847 | 5654 | 4397 |

Tabelle 5.1: Anzahl aufgenommener Fahrzeuge verschiedenen Typs fiir die drei ver-
schiedenen Kamerapositionen

Feature-Typ Viola-Set Lienhart-Set
genutzt | mdglich [ genutzt | mdaglich
1.(a)(b) je 7.396 677.376 7.396 677.376
1.(c)(d) je — — 5.360 202.952
2.(a)(c) je 3.698 442.176 3.698 442.176
2.(e)(g) je — — 2.672 | 129.480
2.(b)(d) je — — 3.526 324.576
2.(f)(h) je — — 5.060 92.840
3.(a) — — 6.889 141.376
3.(b) — — 4506 | 39.480

4. 7.396 331.776 — —

| Summe: [ 29.584 |2.570.880 | 66.819 | 3.919.656 |

Tabelle 5.2: Gegeniiberstellung der benutzten und der méglichen Anzahl an Features
fiir die festgelegte Bildgrofe von 48 x 48 Pixel. Die Mengen der benutzten Features
sind deutlich kleiner als die urspriinglichen Pools.

die Zuordnung von Fahrzeugen, die eigentlich zu keiner Kategorie geh6ren oder zu
mehreren Kategorien gleichzeitig gehoren kdnnen, zum Teil problematisch. Deshalb
werden beispielsweise Wohnwégen und Lieferwégen prinzipiell zur Klasse der PKWs
gezdhlt, obwohl diese durchaus grofen- und aussehensméifig in die Kategorie der
LKW eingeordnet werden kdnnen.

Bildgrofie: Fiir die Wahl der Bildgrdfe, die zum Entwurf der Klassifikations-
strukturen verwendet wird, sind folgende zwei Aspekte ausschlaggebend. Fiir den
Betrachter sollen die geometrischen und die aussehensméifigen Merkmale der ab-
gebildeten Fahrzeuge auch bei einer Reduzierung der Bildgrofe zu groften Teilen
erkennbar bleiben. Auf der anderen Seite muss auf die beschrinkten technischen
Speicher- und Rechenressourcen Riicksicht genommen werden.

Beide Gesichtspunkte gleichermafen beriicksichtigend wird deshalb fiir alle folgen-
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den Experimente eine Standard-Bildgrofe von 48 x 48 Pixel gewéhlt. Als Vorverar-
beitungsschritt werden alle Bilder in 8-bit Grauwertbilder konvertiert und auf die
festgelegte einheitliche Grofse skaliert.

Featurepools: Um die Grofe der Featurepools zu reduzieren, miissen weitere
Einschrankungen beziiglich der Berechnung der Prototypen getroffen werden.

Fiir alle Experimente werden deshalb folgende Parameter festgelegt. Ausgehend
von der erwdhnten Bildgrofe wird der Skalierungsfaktor so eingeschriankt, dass die
Features maximal bis zu einem Fiinftel der Bildgrofe skaliert werden (maximale Di-
mension eines Features damit 9 x 9 Pixel). Weiters wird eine fixe Anfangsskalierung
definiert und eine Schrittweite in der Skalierung festgelegt. Eine Definition einer
Anfangsposition und von Schrittweiten in x- und y-Richtung schrinkt schliefslich
die Berechnung von Features auf bestimmte Positionen im Bildbereich ein.

Die angefiihrten Reduktionen zusammengefasst resultieren in Featurepools, die we-
sentlich kleiner sind als die Mengen aller berechenbaren Moglichkeiten, fiir das
Viola-Set nur etwa 1.15% und fiir das Lienhart-Set etwa 1.7% der urspriinglichen
Grole. Tabelle 5.2 werden die resultierenden Featurezahlen pro Bild aufgelistet, die
fiir das weitere Training und die anschliefsende Evaluierung verwendet werden.

5.3 Detailanalyse der Algorithmen

In diesem Abschnitt werden verschiedene Experimente durchgefiihrt, die Aufschluss
iiber das Verhalten der beschriebenen Algorithmen unter verschiedenen Bedingun-
gen geben sollen. Dazu werden ausschlieklich Daten von Kameraposition 1 und 1*
benutzt.

5.3.1 Aufteilung der Daten

Fiir die folgenden Experimente werden die Daten von Kameraposition 1 folgender-
mafen aufgeteilt:

Es werden 3 Trainingsdatensitze gebildet, wobei der 1. Datensatz der kleinste, der
2. fiinfmal und der 3. Trainingsdatensatz zehnmal so grof wie der 1. Datensatz ist.
Die restlichen Daten werden als Testdaten verwendet, wobei aus der iiberdimen-
sional grofen Menge von PKWs nur ein Bruchteil herausgenommen wird, um das
Ergebnis der einzelnen Fehler-Berechnungen nicht zu sehr zu verfilschen. Aufierdem
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| || Trainm. 1 | Trainm. 2 | Trainm. 3 || Testm. | Testm. 1% |

PKW 80 400 800 5425 3368
BIKE 16 80 160 82 23
LKW 40 200 400 1155 444
BUS 6 30 60 34 12
|Gesamt | 132 | 710 | 1420 [ 6696 | 3847 |

Tabelle 5.3: Trainings- und Testdatenmengen fiir jede einzelne Fahrzeugklasse fiir
die folgenden Experimente.

wird nur diese einzige Testmenge definiert, um einen fiir alle Experimente eindeutig
festgelegten Testdatensatz verwenden zu konnen.

Die von Kameraposition 1* aus aufgenommenen Daten bilden eine spezielle Testda-
tenmenge. Eine genaue Auflistung der einzelnen Zahlen ist in Tabelle 5.3 zu sehen.

5.3.2 Vergleich der Weak Classifiers

In diesem Experiment werden die verwendeten Weak Classifiers, das LMS- und
das Minimum Error Kriterium, miteinander verglichen. Ziel ist es, eine generelle
Aussage iiber die Performanceunterschiede der beiden Ansétze treffen zu konnen.

Durchfiihrung: Aus den beiden unterschiedlichen Strukturen werden samtliche
Einzelklassifikatoren herausgenommen. Diese Klassifikatoren werden mit der Trai-
ningsdatenmenge 3 unter Verwendung der unterschiedlichen Featuresets und der
unterschiedlichen Weak Classifier Kriterien trainiert. Durch eine Evaluierung auf
den Testdaten wird die Performance der Klassifikatoren miteinander verglichen.

Ergebnisse: In Abbildung 5.6 sind die ROC Kurven (Receiver Operator Charac-
teristic Curves) fiir zwei ausgewihlte Klassifikatoren bei Verwendung der verschie-
denen Weak Classifier Kriterien und der beiden Featuresets zu sehen. Als Parameter
wird hier der Schwellwert iiber der Wahrscheinlichkeit py, zwischen positiver und
negativer Klassifikation von 0% bis 100% variiert. Die Klassifikatoren basieren dabei
auf der Berechnung von 30 Features (Level 30 Klassifikatoren).

In Tabelle 5.4 ist die resultierende Fqual Error Rate (EER) fiir die einzelnen Klas-
sifikatoren zu sehen. Der kleinere Fehler ist dabei jeweils fett herausgehoben.
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Abbildung 5.6: Vergleich der Weak Classifiers fiir zwei ausgewihlte Finzelklassifi-
katoren. In der linken Spalte wird das Viola-Featureset, in der rechten Spalte das
Lienhart-Featureset verwendet.

VIOLA FEATURESET || LIENHART FEATURESET
LMS | Min. Error | LMS | Min. Error

Baum | “SMALL/BIG” || 4,03 % 2,63 % 3.94 % 2,65 %
Struktur | “PKW/BIKE” | 1,21 % 2,41 % 1,12 % 1,18 %
“LKW/BUS” 5,92 % 5,84 % 5,98 % 2,93 %
“PKW /All" 8,58 % 3,60 % 577 % 2,77 %
1-vs-All “BIKE/All” 1,37 % 2,83 % 2,16 % 1,27 %
Struktur “LKW/AII” 5,14 % 6,23 % 4,93 % 4,29 %
“BUS/AIl" 8,86 % 6,84 % 8.89 % 5,64 %

Tabelle 5.4: Vergleich der Equal Error Rate (EER) bei Verwendung der unterschied-
lichen Weak Classifier Kriterien. Der kleinere Fehler ist jeweils fett herausgehoben.
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VioLA FEATURESET LIENHART FEATURESET
Level 10 | Level 20 | Level 30 || Level 10 | Level 20 | Level 30

Baum | “SMALL/BIG” || 4.23 % 321 % | 2.63 % 3.56 % 3.18% | 2.65 %

Struktur | “PKW/BIKE” | 2.26 % | 247 % 2.41 % 2.35 % 1.27% | 1.18 %
“LKW/BUS” 583% | 5.20% | 584 % 5.80 % 332% | 2.93 %

“PKW/Al? 6.37 % 39 % | 3.60 % 4.54 % 354 % | 2.77 %
1-vs-All “BIKE/All” 581 % | 2.63% | 283 % 3711 % | 1.18 % | 1.27%
Struktur “LKW/ALl” 9.59 % 748 % | 6.23 % 6.71 % 493 % | 4.29 %
“BUS/AI” 11.80% | 871 % | 6.84 % 8.85 % 582 % | 5.64 %

Tabelle 5.5: Vergleich der Equal Error Rate (EER) auf verschiedenen Klassifikator-
Levels. Der kleinste Fehler ist jeweils fett herausgehoben.

5.3.3 Performance in Abhangigkeit zur Anzahl verwendeter
Features (Level)

In diesem Abschnitt wird die Abhéngigkeit zwischen der Performance eines Klassi-
fikators und der Anzahl an verwendeten Features (Klassifikator-Level) untersucht.

Durchfiihrung: In diesem Experiment werden siamtliche Einzelklassifikatoren aus
den Strukturen herausgenommen. Diese werden mit dem Minimum FError Kriteri-
um und den unterschiedlichen Featuresets auf der Trainingsdatenmenge 3 trainiert.
Die Performance der einzelnen Klassifikatoren auf dem Testdatensatz wird auf drei
verschiedenen Klassifikator-Levels untersucht und gegeniibergestellt.

Ergebnisse: In Abbildung 5.7 ist die Performance fiir drei ausgewéhlte Klassifi-
katoren bei unterschiedlicher Anzahl berechneter Features zu sehen. Als Parameter
wird wieder der Schwellwert iiber der Wahrscheinlichkeit verwendet.

In Tabelle 5.5 wird die EER auf den verschiedenen Levels fiir die einzelnen Klassi-
fikatoren einander gegeniibergestellt. Der kleinste Fehler ist jeweils fett markiert.

5.3.4 Performance in Abhangigkeit zur Grofie der Trainings-
datenmenge

In diesem Experiment wird untersucht, wie die Performance der Klassifikatoren von
der Grofe der Trainingsdatenmenge abhéngt.
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Abbildung 5.7: Performancevergleich bei unterschiedlichen Klassifikator-Levels fiir
drei ausgewahlte Klassifikatoren. In der linken Spalte wird das Viola-Featureset, in

der rechten Spalte das Lienhart-Featureset verwendet.

Durchfiihrung: Es werden sédmtliche Einzelklassifikatoren der Baum-Struktur
und der 1-wvs-All-Struktur herausgenommen und unter Einsatz des Minimum Er-
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Abbildung 5.8: Performancevergleich bei drei unterschiedlich groffen Trainingsda-
tenmengen. In der linken Spalte wird das Viola-Featureset, in der rechten Spalte

das Lienhart-Featureset verwendet.

ror-Kriteriums mit den Trainingsdatenmengen 1, 2 und 3 trainiert. Danach wird
die Performance der Klassifikatoren auf der Testdatenmenge evaluiert.
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VioLA FEATURESET LIENHART FEATURESET
1x | 5x | 10x 1x | 5x | 10x
Baum “SMALL/BIG” 6.57 % 2.71 % | 2.63 % 521% | 2183 % | 265%

Struktur | “PKW/BIKE” 336 % | 1.61 % | 241 % 270% | 223% | 1.18 %
“LKW /BUS” 875 % | 572 % | 5.84% | 31.45% | 1.50 % | 2.93 %

“PKW /ALl 4.01% | 3.65% | 3.60 % || 429% | 462% | 2.77 %
1-vs-All | “BIKE/AIl” 4.03% | 368% [ 283 % || 7.35% | 4.04% | 1.27 %
Struktur | “LKW/AIl” 7.69% | 541 % | 6.23% || 8.08% | 411 % | 429 %

“BUS/AII" 30.04 % | 8.46 % | 6.84 % || 13.00 % | 1.28 % | 5.64 %

Tabelle 5.6: Vergleich der Equal Error Rate (EER) der einzelnen Klassifikatoren,
welche auf verschieden grofien Trainingsdatenmengen trainiert wurden. Der kleinste
Fehler ist jeweils fett herausgehoben.

Ergebnisse: In Abbildung 5.8 ist die Performance von 3 ausgewihlten Level-30
Klassifikatoren in Abhéngigkeit der Groke der Trainingsdatenmenge dargestellt. Als
Parameter wird der Schwellwert iiber der Wahrscheinlichkeit py,, verwendet.

In Tabelle 5.6 wird die resultierende EER fiir die mit den unterschiedlich grofien
Trainingsmengen trainierten Klassifikatoren aufgelistet. Der kleinste Fehler ist wie-
der fett markiert.

5.3.5 Gesamtperformance der einzelnen Strukturen

In diesem Versuch wird die Performance der gesamten Baum-Struktur und der
gesamten 1-vs-All-Struktur auf der Testdatenmenge untersucht.

Durchfiihrung: Zunéchst werden die beiden Klassifikatorstrukturen auf der Trai-
ningsdatenmenge 3 nach dem Minimum Error Kriterium trainiert. Danach wird die
Performance der Strukturen auf der Testdatenmenge evaluiert. Alle Einzelklassifi-
katoren beruhen dabei auf der Berechnung von 30 Features (Level 30).

Ergebnisse: In Abbildung 5.9 sind die ROCs fiir die Einzelklassifikatoren der
einzelnen Strukturen zu sehen. In der linken Spalte wurde das Viola-Featureset, in
der rechten Spalte das Lienhart-Featureset verwendet.

Die Equal Error Rate (EER) fiir die einzelnen Klassifikatoren ist bereits in den
Spalten 5 und 8 (VIOLA-10x bzw. LIENHART-10x) von Tabelle 5.6 angegeben. Wird
eine Einstellung der Klassifikatorparameter zur Erreichung der EER gewéhlt, so
erhilt man die Ergebnisse, die in Tabelle 5.7 aufgelistet sind. Hier findet man die
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Abbildung 5.9: Receiver Operator Charakteristic Kurven aller einzelnen Klassifika-
toren auf der Testdatenmenge. In der linken Spalte wird das Viola-Featureset, in
der rechten Spalte das Lienhart-Featureset verwendet.

Anzahl der korrekt klassifizierten Fahrzeuge und die prozentuelle Quote fiir die
einzelnen Strukturen.

Als Beispiel zeigt Abbildung 5.10 die 15 wichtigsten Features, welche durch die
BIKE-vs-All und BUS-vs-All Klassifikatoren der auf dem Lienhart-Featureset ba-
sierenden 1-vs-All Struktur ausgewihlt werden. In ersterem Fall befinden sich diese
vor allem im Kopf- und Schulterbereich der Motorradfahrer sowie im Bereich des
geworfenen Schattens, in zweiterem Fall vor allem im Bereich der Frontscheibe und
der Seitenfenster der Busse.

In Abbildung 5.11 sind die Bilder von 30 Fahrzeugen zu sehen, die durch die auf
dem Lienhart-Featureset basierenden 1-vs-All Struktur falsch klassifiziert werden.
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| Viola Featureset | | Lienhart Featureset |

BIKE vs. All

BUS vs. All

Abbildung 5.10: Die 15 wichtigsten Features fiir den BIKE-vs-All und BUS-vs-All
Klassifikator der 1-vs-All-Struktur. Links wird das Viola- und rechts das Lien-
hart-Featureset verwendet. Flachen positiven Vorzeichens sind mit durchgezogenen
Linien, negativen Vorzeichens mit unterbrochenen Linien umrandet.

[30 falsch klassifizierte Fahrzeuge |

Abbildung 5.11: Bilder von 30 Fahrzeugen, welche durch die auf dem Lienhart-
Featureset basierenden 1-vs-All Struktur falsch klassifiziert werden.
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Baum Struktur || 1-vs-All Struktur
Anzahl % Anzahl %

PKW | 5159 95,11 5211 96,07
VioLA BIKE 71 86,59 72 87,80
FEATURESET | LKW 782 67,71 1049 90,82
BUS 31 91,18 24 70,59
PKW | 5234 96,50 5266 97,09
LiENHART | BIKE 78 95,12 82 100,00
FEATURESET | LKW 934 80,87 1090 94,37
BUS 33 97,06 28 82,35

Tabelle 5.7: Anzahl und prozentuelle Quote korrekt klassifizierter Fahrzeuge fiir die
einzelnen Strukturen unter Verwendung der unterschiedlichen Featuresets.

VIOLA FEATURESET LIENHART FEATURESET
norm. Testset | Testset 1* || norm Testset | Testset 1*
| “SMALL/BIG” |  263% | 261% | 265% | 280 % |
“PKW/All" 3,60 % 3,88 % 2,77 % 4,03 %
“LKW /A1l 6,23 % 7,63 % 4,29 % 4,92 %

Tabelle 5.8: Vergleich der Equal Error Rate ausgewdhlter Klassifikatoren auf der
normalen Testdatenmenge und der Menge an Daten von Kameraposition 1%*.

5.3.6 Sensitivitdt auf eine Veranderung des Blickwinkels

Hier wird untersucht, wie sich die Performance der im vorigen Abschnitt trainierten
Strukturen auf Daten verhilt, welche unter einem leicht verdnderten Blickwinkel
aufgenommen wurden. Dabei soll der Einfluss einer kleinen Blickwinkel&nderung
auf die Performance einer bereits trainierten Struktur betrachtet werden.

Durchfiihrung: Die im vorigen Abschnitt 5.3.5 beschriebenen Strukturen werden
in diesem Experiment auf den Daten evaluiert, welche von Kameraposition 1* aus
aufgenommen wurden. Als Vergleich werden die Equal Error Rates auf diesen Daten
mit den EERs auf dem normalen Testdatensatz gegeniibergestellt.

Ergebnisse: In Tabelle 5.8 wird die Equal Error Rate ausgewahlter Level-30 Klas-
sifikatoren auf den beiden Datensétzen gegeniibergestellt. Die Daten der anderen
Klassifikatoren haben verhiltnismafig geringe Aussagekraft, da sie auf sehr wenig
Testdaten beruhen, und wurden aus diesem Grund hier nicht angegeben.
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Baum Struktur || 1-vs-All Struktur
Anzahl % Anzahl %

PKW | 3223 95,69 3216 95,49

VIOoLA BIKE 21 91,30 20 86,96
FEATURESET | LKW 366 82,43 386 86,94
BUS 11 91,67 9 75,00

PKW | 3287 97,60 3231 95,93

LIENHART | BIKE 17 73,91 20 86,96
FEATURESET | LKW 361 81,31 399 89,86
BUS 10 83,33 10 82,33

Tabelle 5.9: Anzahl und prozentuelle Quote korrekt klassifizierter Fahrzeuge fiir die
einzelnen Strukturen unter Verwendung der unterschiedlichen Featuresets und einer
Evaluierung auf Daten von Kameraposition 1*.

Werden fiir die Klassifikatoren Parameter zur Erreichung der EER gewéhlt, erhélt
man Resultate, die in Tabelle 5.9 angegeben sind. Hier ist die Anzahl und prozen-
tuelle Quote korrekt klassifizierter Fahrzeuge fiir die einzelnen auf den unterschied-
lichen Featuresets basierenden Strukturen aufgelistet.

5.4 Untersuchung der Generalisierungsfihigkeit

Um die universale Einsatzmoglichkeit der Algorithmen zu demonstrieren, werden
diese in den nichsten beide Abschnitten auf Daten angewandt, welche von den
beiden anderen Kamerapositionen 2 und 3 aus aufgenommen wurden.

5.4.1 Performance der Strukturen fiir Kameraposition 2

In diesem Kapitel werden Daten von Kameraposition 2 behandelt (siehe Abbildung
5.12 fiir einige Beispiele von Fahrzeugbildern).

Durchfiihrung: Die gesamte verfiigbare Datenmenge wird in eine Trainings- und
eine Testmenge aufgeteilt. Die genaue Anzahl der jeweiligen Fahrzeuge ist in Tabelle
5.10 aufgelistet.

Da fiir die BIKE und die BUS Kategorie insgesamt verhiltnisméafig wenig Beispiele
zur Verfiigung stehen, wird eine weitere Unterscheidung zwischen PKW und BIKE
bzw. LKW und BUS unterlassen. Stattdessen werden die BIKE-Fahrzeugbilder zur
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Abbildung 5.12: Einige Beispielbilder fiir Daten, die von Kameraposition 2 aus
aufgenommen wurden.

| | Trainingsmenge | Testmenge |

Kleinfahrzeuge 560 4503
Grofifahrzeuge 295 296
| Gesamt | 855 | 4799 |

Tabelle 5.10: Aufteilung der Datenmenge in Trainings- und Testdaten fiir Kamera-
position 2.

Kategorie der PKWs und die BUS-Fahrzeugbilder zur Kategorie der LKWs hinzu-
gefiigt. Damit vermindert sich die Anzahl der zu unterscheidenden Kategorien auf
die der Kleinfahrzeuge (PKWs und BIKEs), und die der Grofifahrzeuge (LKWs und
BUSse).

Durch die getroffene Einschriankung reduziert sich auch die Zahl der Einzelklassifi-
katoren in der Baum-Struktur auf einen, den “SMALL-vs-BIG” Klassifikator, und
in der 1-vs-All-Struktur auf einen, den “SMALL-vs-All” Klassifikator. Diese werden
demnach auf der angegebenen Trainingsdatenmenge unter Verwendung des Mini-
mum FError Kriteriums trainiert.
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Abbildung 5.13: ROC Kurven fiir die beiden Klassifikatoren der Baum und der
1-vs-All Struktur.

VIOLA FEATURESET || LIENHART FEATURESET
“SMALL/BIG” 10,51 % 731 %

“SMALL/AIP | 11,00 % | 6,64 % |

Tabelle 5.11: Vergleich der Equal Error Rate der Klassifikatoren auf der Testdaten-
menge.

Baum Struktur || 1-vs-All Struktur

Anzahl % Anzahl %
VIOLA Kleinfahrzeuge 4057 90,10 4162 92,43

FEATURESET | Groffahrzeuge 261 88,47 266 90,17

LIENHART | Kleinfahrzeuge | 4208 93,45 4260 94,60
FEATURESET | Grokfahrzeuge 273 92,54 278 94,24

Tabelle 5.12: Anzahl und prozentuelle Quote korrekt klassifizierter Fahrzeuge auf
Daten von Kameraposition 2. Eine korrekte Klassifizierung bezieht sich hierbei auf
eine richtige Zuordnung zur Gruppe der Klein- bzw. der Grofifahrzeuge.

Ergebnisse: In Abbildung 5.13 sind die ROCs fiir die beiden Level-30 Klassifika-
toren zu sehen.

In Tabelle 5.11 ist die Equal Error Rate fiir die beiden Klassifikatoren und die unter-
schiedlichen Featuresets aufgetragen. Eine Evaluierung auf den Testdaten, wobei die
Klassifikator-Parameter zur Erreichung der EER benutzt werden, ergibt die Resul-
tate, die in Tabelle 5.12 aufgelistet sind. Darin ist die Anzahl und die prozentuelle
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Abbildung 5.14: Einige Beispielbilder fiir Daten, die von Kameraposition 3 aus
aufgenommen wurden.

Quote der korrekt klassifizierten Fahrzeuge angegeben. Eine korrekte Klassifizie-
rung bezieht sich hierbei auf eine richtige Zuordnung zur Gruppe der Klein- bzw.
der Grofifahrzeuge.

5.4.2 Performance der Strukturen fiir Kameraposition 3

In diesem Kapitel werden die Algorithmen auf Daten evaluiert, welche von Kame-
raposition 3 aus aufgenommen wurden (siehe Abbildung 5.14 fiir einige Beispiele
von Fahrzeugbildern).

Durchfiihrung: Es erfolgt eine Einteilung der verfiigbaren Daten wie in Tabelle
5.13 angegeben. Wie bereits in dem in Abschnitt 5.4.1 beschriebenen Experiment
werden auch hier die BIKEs und BUSse zu den PKW- und LKW- Kategorien hinzu-
gefiigt. Dies fiihrt zu denselben Einschriankungen beziiglich der Klassifikatoren, wie
im vorigen Abschnitt beschrieben. Das Training der Klassifikatoren erfolgt ebenfalls
unter Verwendung des Minimum Error Kriteriums.
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Abbildung 5.15: ROC Kurven fiir die beiden Klassifikatoren der Baum und der
1-vs-All Struktur.

| | Trainingsmenge | Testmenge |

Kleinfahrzeuge 482 3375
Grofifahrzeuge 270 270
| Gesamt | 752 | 3645 |

Tabelle 5.13: Aufteilung der Datenmenge in Trainings- und Testdaten fiir Kamera-
position 3.

VIOLA FEATURESET || LIENHART FEATURESET
“SMALL/BIG” 5,41 % 4,95 %

| “SMALL/AI | 6,60 % [ 4,05 % |

Tabelle 5.14: Vergleich der Equal Error Rate der Klassifikatoren auf der Testdaten-
menge.

Ergebnisse: In Abbildung 5.15 sind die ROC Kurven fiir die beiden Klassifika-
toren zu sehen.

In Tabelle 5.14 ist die Equal Error Rate fiir die Klassifikatoren angegeben. In Ta-
belle 5.15 ist die Anzahl und prozentuelle Quote korrekt klassifizierter Fahrzeuge
angegeben, wenn fiir die Klassifikatoren Parameter zur Erreichung der Equal Error
Rate verwendet werden.
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Baum Struktur || 1-vs-All Struktur
Anzahl % Anzahl %
VIOLA Kleinfahrzeuge || 3207 95,02 3188 94,46
FEATURESET | Grofkfahrzeuge 254 94,07 258 95,56
LIENHART | Kleinfahrzeuge 3221 95,44 3229 95,67
FEATURESET | Groffahrzeuge 256 94,81 263 97,41

Tabelle 5.15: Anzahl und prozentuelle Quote korrekt klassifizierter Fahrzeuge auf
Daten von Kameraposition 3. Eine korrekte Klassifizierung bezieht sich hierbei auf
eine richtige Zuordnung zur Gruppe der Klein- bzw. der Grofifahrzeuge.

5.5 Zusammenfassung und Schlussfolgerungen

In den Abschnitten 5.3 wird der Einfluss der verschiedensten Parameter auf die
Performance der Klassifikatoren untersucht.

Die in Abschnitt 5.3.2 durchgefiihrte Untersuchung zeigt, dass als Weak Classifier
das Minimum Error Kriterium dem LMS Kriterium fast immer iiberlegen, oder
zumindest gleich gut ist. Offenbar sind die durch das Minimum FError Kriterium
ausgewihlten Features meist viel diskriminanter als die durch das LMS Kriterium
ausgewihlten Features. Deshalb ist die Verwendung des Minimum Error Kriteriums
dem anderen Weak Classifier vorzuziehen.

Die Untersuchung der Abhéngigkeit der Performance eines Klassifikators von der
Anzahl an verwendeten Features (Levels) in Abschnitt 5.3.3 ergibt, dass die Perfor-
mance eines Klassifikators mit steigendem Level, also mit steigender Anzahl berech-
neter Features deutlich besser wird. Obwohl ein Klassifikator hohen Levels demnach
eine ausgezeichnete Performance zeigen sollte, ist dem der erforderliche Rechen-
und Speicheraufwand entgegenzuhalten, sowohl in der Trainingsphase, als auch im
praktischen Einsatz. Des Weiteren kann in den angefiihrten Grafiken ein gewisser
Sattigungseffekt ausgemacht werden. Es scheint also fiir die Aufgabe der Fahrzeug-
klassifikation in diesem Rahmen ein Klassifikator-Level zwischen 20 und 40 durchaus
ausreichend und sinnvoll zu sein.

Der Einfluss der Grofse der Trainingsdatenmenge auf die Performance eines Klassi-
fikators wird in Abschnitt 5.3.4 untersucht. Hier zeigt sich, dass bereits eine kleine
Trainingsdatenmenge fiir einen Klassifikator ausreicht, um eine gewisse Performance
zu erreichen. Weiters zeigt sich, dass eine Performancesteigerung nur bis zu einem
gewissen Grad durch eine Vergréferung der Trainingsdatenmenge erreicht werden
kann und dass auch hier ein gewisser Sattigungseffekt eintritt. Deshalb gilt es eine
Abwigung zwischen der Anzahl an Trainingsdaten zum Erreichen einer gewissen
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Performance und des damit verbundenen Aufwands durchzufiihren. Da mit zuneh-
mender Grofe der Trainingsdatenmenge die Performance eines Klassifikators aber
allgemein besser wird, empfiehlt es sich eine mdoglichst grofse Menge an Daten fiir
das Training zu verwenden.

Eine Evaluierung der gesamten Strukturen auf dem Testdatensatz in Abschnitt 5.3.5
zeigt, dass die 1-vs-All-Struktur im Allgemeinen bessere Ergebnisse erzielt als die
Baum-Struktur. Dies wird besonders dann offensichtlich, wenn man die Summen
der durch die unterschiedlichen Strukturen korrekt klassifizierten Groffahrzeuge,
also LKWs und BUSse, miteinander vergleicht. Der Grund fiir den hoheren Fehler
der Baum-Struktur ist in erster Linie, dass sich eine Fehlentscheidung in der ersten
Stufe nicht mehr dndern ldsst und sich die Fehler der beiden Klassifikatorstufen
dadurch akkumulieren.

Weiters kann festgestellt werden, dass durch die Klassifikatoren Features ausge-
wihlt werden, welche fiir eine spezifische Fahrzeugkategorie besonders auffillig zu
sein scheinen. Auferdem zeigt sich, dass vor allem Fahrzeuge durch die Algorithmen
falsch klassifiziert werden, die in irgendeiner Form von der Norm stark abweichen.
Im Prinzip sind dies zumeist Fahrzeuge, die auch in Wirklichkeit in keine der ange-
gebenen Kategorien einzuordnen sind, wie beispielsweise mittelgroe Kastenwégen
oder LKWs mit speziellen Aufbauten oder aufsergewohnlichem Ladegut. Eine wich-
tige Folgerung daraus ist aber auch, dass das allgemeine Aussehen eines Fahrzeugs
fiir eine korrekte Klassifikation viel wichtiger ist als der Einfluss von Stérparame-
tern, wie etwa Teile von Schatten oder Teile von Fahrbahnmarkierungen.

Die Untersuchung der Sensitivitiit trainierter Strukturen auf eine leichte Anderung
des Blickwinkels in Abschnitt 5.3.6 zeigt, dass kein wesentlicher Performanceein-
bruch bei einer so kleinen Anderung besteht. Der Grund dafiir ist die Tatsache,
dass die Trainings- und Testbilder Fahrzeuge auf allen Fahrspuren zeigen. Da sich
die Spuren selbst nicht alle im selben Winkel zur Kamera befinden, zeigen die Bilder
auch die Fahrzeuge selbst aus leicht unterschiedlichen Winkeln. Deshalb fiihrt eine
weitere kleine Anderung des Blickwinkels nur zu einer sehr geringen Verinderung
der Gesamtperformance.

Die in Abschnitt 5.4 durchgefiihrten Versuche mit von anderen Kamerapositio-
nen aufgenommenen Daten demonstrieren die universale Einsatzmoglichkeit der
beschriebenen Algorithmen. Unter Verwendung einer Trainingsdatenmenge mitt-
lerer Grofe und Level-30 Klassifikatoren kénnen durchaus respektable Ergebnisse
erzielt werden.
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Auffallend ist dabei, dass die in Abschnitt 5.4.1 prisentierten Ergebnisse deutlich
schlechter sind als alle in den anderen Experimenten erzielten Resultate. Der Grund
dafiir ist, dass aufgrund der Wahl dieser Aufnahmeposition und des Sonnenverlaufs
in sehr vielen Fahrzeugbildern Sonnenspiegelungen, so genannte Highlights vorhan-
den sind. Dies ist auch aus den angefiihrten Beispielbildern erkennbar. Diese stéren-
den Einfliisse beeinflussen offensichtlich die durch die Klassifikatoren durchgefiihrte
Featureberechnung und haben deshalb auch einen deutlich negativen Einfluss auf
die Gesamtperformance.

Das in Abschnitt 5.4.2 durchgefiihrte Experiment zeigt, dass Fahrzeuge auch von
Kamerapositionen aus aufgenommen und klassifiziert werden konnen, von welchen
aus einige wichtige Merkmale von Fahrzeugen nicht sichtbar sind. So ist eine korrekte
Klassifikation von LKWs auch dann méglich, wenn beispielsweise das fiir die LKW-
Kategorie sehr markante Fiihrerhaus nicht direkt abgebildet ist. Die Featureauswahl
erfolgt in diesem Fall eben nach signifikanten Merkmalen im Bereich der hinteren
Achsen und der Riickleuchten.

In sdmtlichen Experimenten werden bewusst das Viola- und das Lienhart-Featureset
gegeniibergestellt, um einen Gesamteindruck iiber die durch die Verwendung der
unterschiedlich gearteten Features resultierende Performance der Klassifikatoren zu
erhalten.

Es kann festgehalten werden, dass die auf dem Viola-Featureset basierenden Klas-
sifikatoren eine etwas schlechtere Performance zeigen als die auf dem Lienhart-
Featureset basierenden Klassifikatoren. Allerdings scheint das LIENHART-Featureset
empfindlicher auf kleine Blickwinkeldnderungen zu reagieren als das ViOLA-Featureset,
was aus den in Abschnitt 5.3.6 prasentierten Ergebnissen ersichtlich ist. Fiir den Ein-
satz des Viola-Featuresets sprechen weiters der geringere Speicherbedarf und der
niedrigere Berechnungsaufwand.

Zusammenfassend ist das Lienhart-Featureset dem Viola-Featuresets trotzdem vor-
zuziehen. Die einfache Begriindung liegt darin, dass die Fahigkeit des Lienhart-
Featuresets, charakteristische Eigenschaften eines Objekts besser beschreiben zu
konnen, fiir eine weitere Unterteilung der groben Fahrzeugkategorien entscheidend
sein kann. Auferdem ist der Performancegewinn héher zu bewerten als die Ein-
sparungen auf dem Sektor des Aufwands und da es sich bei der entwickelten Ge-
samtapplikation nicht um ein fiir den mobilen Einsatz gedachtes System handelt,
bilden die durch eine kleine Anderung des Blickwinkels hervorgerufenen Performan-
ceeinbufen keinen entscheidenden Faktor.
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KLASSIFIKATION
PKW [ BIKE [ LKW [ BUS || GESAMT [ KORREKT
PKW 18649 | 398 [ 377 [ 105 19529 95,49 %
WIRKLICHE BIKE 0 82 0 0 82 100,00 %
KLASSE LKW 18 3 | 1090 | 44 1155 94,37 %
BUS 0 0 6 28 34 82,35 %
| | GESAMT || 19849 [ 20800 | 9543 % |

Tabelle 5.16: Confusion Matriz des empfohlenen Systems. Die Elemente der Haupt-
diagonale geben die Anzahl der korrekt klassifizierten Fahrzeuge an und sind hier
fett herausgehoben.

Die Wahl des verwendeten Weak Classifiers fillt eindeutig zugunsten des Minimum
Error Kriteriums aus und als Struktur ist sicherlich die 7-vs-All Struktur der Baum-
Struktur aus den besprochenen Griinden vorzuziehen.

Die vorgeschlagene Konfiguration einer Klassifikationsstruktur wird nun benutzt um
zu einer Aussage iiber die Gesamtperformance eines solchen Systems zu gelangen.

Eine 1-vs-All Struktur wird unter Verwendung des Minimum Error-Kriteriums und
des LIENHART-Featuresets mit der in Abschnitt 5.3.1 definierten Trainingsmenge 3
trainiert, wobei simtliche Einzelklassifikatoren auf der Berechnung von 30 Features
basieren (Level 30). Benutzt man dann die iibrigen Daten von Kameraposition 1
als Testdaten (wobei nun sdmtliche zur Verfiigung stehenden PKW-Fahrzeugbilder
verwendet werden) und verwendet Parameter zur Erreichung der Fqual Error Rate,
so ergibt sich die in Tabelle 5.16 dargestellte Confusion Matriz.

Aus dieser Confusion Matriz ist ersichtlich, dass von der gesamten Menge an Test-
daten demnach 95,43% der abgebildeten Fahrzeuge die richtige Kategorie zugewie-
sen wird. Fasst man die PKW und BIKE bzw. die LKW und BUS Kategorien zu
Kleinfahrzeug- und Grofifahrzeug-Klassen zusammen und konzentriert sich damit
nur auf die Bestimmung des Anteils des Schwerverkehrs am Gesamtverkehrsauf-
kommen, so konnen sogar 97,58% aller Fahrzeuge richtig klassifiziert werden.



KAPITEL 6

Zusammenfassung und Ausblick

6.1 Zusammenfassung

In dieser Arbeit werden verschiedene Ansitze aus der Bildverarbeitung zur De-
tektion von Objekten aufgegriffen und fiir den Bereich der Fahrzeugklassifikation
adaptiert. Neben der Beschreibung der Umgebungsbedingungen, der Zielsetzungen
dieser Diplomarbeit und einem Uberblick iiber die in der Literatur vorgeschlage-
nen Algorithmen, werden in den einzelnen Kapiteln mehrere zusammenhéngende
Kernthemen behandelt.

Das erste davon ist das iibergeordnete System, welches im Rahmen des INFOA10-
Projekts entwickelt wurde und in dieser Arbeit zur Datenaufnahme verwendet wur-
de. Ausgehend von gewissen Bedingungen, die bei der Entwicklung des Systems
vorausgesetzt wurden, wird der gesamte modulare Aufbau detailliert beschrieben
und die Funktionsweise der in den einzelnen Modulen verwendeten Algorithmen im
Detail erklart. Anschliefend werden die Probleme beschrieben, welche beim prakti-
schen Einsatz des Systems auftreten, und die Griinde dafiir thematisiert.

Ein weiteres Thema bildet die Extraktion charakteristischer Features aus Bildern.
Beginnend mit einer Beschreibung der Transformation von Bildern in unterschiedli-
che Reprisentationsarten, wird eine Menge verschiedener Features vorgestellt, wel-
che auf Haar-Wavelets basieren, und deren genaue Funktion und Berechnung erklart.
Danach werden zwei unterschiedliche Featuresets, das VIOLA- und das LIENHART-
Featureset, definiert und eine Gegeniiberstellung der verwendeten Bildgréfe und
der Anzahl berechenbarer Features durchgefiihrt.

Die Aufbereitung des ADA-Boost Algorithmus zur Klassifikation von Fahrzeugen
bildet einen weiteren Kernpunkt dieser Diplomarbeit. Einem generellen Uberblick
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iiber die Funktion des Algorithmus folgt die Definition zweier unterschiedlicher
Weak Classifier Kriterien, des Least Mean Square und des Minimum Error Kri-
teriums, und eine Beschreibung ihrer genauen Funktionsweise.

Auf der Basis einzelner Klassifikatoren werden zwei unterschiedliche Strukturen,
die Baum und die 1-vs-All Struktur vorgestellt, die eine Multiclass-Klassifikation
ermoglichen. Des Weiteren werden die fiir die einzelnen Strukturen benotigten tech-
nischen Ressourcen verglichen und die Vor- und Nachteile der einzelnen Strukturen
angesprochen.

Die Performance der entwickelten Verfahren wird schlieflich einer ausfiihrlichen ex-
perimentellen Untersuchung unterzogen. Zu Beginn werden die verwendeten Trai-
ningsdaten und Testdaten beschrieben und Beispiele fiir die unterschiedlichen Fahr-
zeugkategorien angefiihrt. Danach werden sowohl die beiden Weak Classifier Kri-
terien miteinander verglichen, als auch Untersuchungen der Abhingigkeit der Per-
formance von der verwendeten Menge an Trainingsdaten und der Anzahl der durch
einen Klassifikator verwendeten Features (Level) durchgefiihrt. Dabei werden so-
wohl die Einfliisse der Parameter auf die Performance der Einzelklassifikatoren un-
tersucht, als auch die Gesamtperformance der Baum und der 1-vs-All Struktur auf
den Testdaten ermittelt. Aukerdem wird die Sensitivitdt einer trainierten Struktur
auf eine kleine Anderung des Blickwinkels untersucht und die universelle Einsatz-
moglichkeit der vorgestellten Algorithmen durch die Anwendung auf von unter-
schiedlichen Kamerapositionen aus aufgenommene Fahrzeugbilder demonstriert.

Zum Schluss werden die Resultate der einzelnen Experimente zusammengefasst,
diskutiert, und die beste fiir den praktischen Einsatz geeignete Struktur ermittelt
und vorgeschlagen. Diese wird dann auf einer festgelegten Testdatenmenge evaluiert
und die Ergebnisse zusammengefasst und angegeben.

6.2 Ausblick

Eine Reihe von Vorschldgen zur Erweiterung bzw. Verbesserung der Algorithmen
stehen zur Diskussion.

Im Bereich des Systems, welches zur Datenaufnahme verwendet wurde, sollte das
Zusammenspiel der einzelnen Module optimiert werden. Vor allem in der Verbesse-
rung des Zusammenwirkens zwischen dem Segmentierungs- und dem Tracker-Modul
steckt viel Potential zur Steigerung der Gesamtperformance. Dadurch kénnte ein
Grofteil der vor allem bei der Verfolgung sich gegenseitig verdeckender Fahrzeu-
ge auftretenden Probleme beseitigt werden. Auferdem konnte ein Algorithmus im
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Bereich des Bildaufnahme-Moduls eingebunden werden, der eine Stabilisierung des
Videobildes vornehmen und das gesamte System dadurch robuster gegen Vibratio-
nen machen koénnte.

Vorausgesetzt, man hitte die technischen Moglichkeiten, die gesamte Menge der auf
der verwendeten Bildgrofe berechenbaren Features fiir das Training eines Klassifi-
kators zu verwenden, so wiirden sicher noch viel diskriminantere Features durch den
Algorithmus ausgewéhlt werden, wodurch ein Performancegewinn erreicht werden
wiirde. Auflerdem koénnten die Ergebnisse einer genaueren Untersuchung der stati-
stischen Verteilungen der Featurewerte in den einzelnen Fahrzeugkategorien und der
in einem solchen Verfahren ausgewéhlten Featuregréfen und Featuretypen benutzt
werden, um einen verhiltnisméafig kleinen Featurepool zu bilden, in welchem nur
die allgemein diskriminantesten Features vorhanden sind. Durch Umsetzung dieser
beiden Ideen kdnnte theoretisch ein Performancegewinn erreicht und gleichzeitig die
Trainingsphase deutlich verkiirzt werden.

Wie sich durch die Versuche gezeigt hat, konnen Fahrzeuge der vier verwendeten Ka-
tegorien problemlos mit geringem Fehler klassifiziert werden. Davon angeregt knnte
eine weitere Unterteilung in Subklassen wie zum Beispiel in eine “Klein-LKW”- oder
“Wohnwagen”-Klasse vorgenommen werden. Als Anfang dazu wére schon die Ver-
wendung einer einfachen Riickweisungsklasse fiir alle nicht eindeutig zuordenbare
Fahrzeuge denkbar.

Da es sich bei dem zum Training der Klassifikatoren verwendeten Verfahren um
einen Supervised-Learning-Algorithmus handelt und mit einer kleinen Menge an
Trainingsbeispielen bereits gute Resultate erzielt werden konnen, konnte fiir den
Einsatz in der Trainingsphase ein Bootstrapping-Algorithmus entwickelt werden.
Dadurch konnte unter Umstédnden die Trainingsphase, abgesehen von einem be-
schriankten Eingreifen durch den Supervisor, zu grofen Teilen verselbststéndigt wer-
den.

Interessant wére weiters eine Untersuchung, ob es mdglich ist, einen trainierten
Klassifikator auf unter einem anderen Blickwinkel aufgenommene Daten anzuwen-
den. Unter Umsténden konnte durch einen Algorithmus zum Re-Trainieren ein Weg
gefunden werden, einen bereits Basisklassifikator mit mittelméfiger Performance
universal einsetzbar zu machen und durch diesen Algorithmus zu optimieren.
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ANHANG A

Anhang

A.1 Der Kalman Tracker

Fiir eine ausfiihrliche Dokumentation und Diskussion des Kalman Filters sei auf
die Arbeiten von GELB [Gel74] und JACOBS [Jac93| verwiesen. Eine kurze Erldute-
rung seiner Funktionsweise wird hier nach einem Tutorial von BISHOP und WELCH
[WB95] gefiihrt.

Ein diskreter Prozess ist charakterisiert durch eine Differenzengleichung der Form
X = A - Xp_ 1+ B- Up + Wg_1 (Al)

und einer Messung z € R™

Zp — H- Xy + Vg. (AQ)

Die Zufallsvariablen wy und vy beschreiben das Prozess- und das Messrauschen und
kénnen als voneinander unabhéngig und normalverteilt angenommen werden

=
2
2
=
=
e

wobei Q und R die Kovarianzmatrizen des Prozessrauschens und des Messrauschens
sind. Die (nxn) Matrix A in Gleichung (A.1) stellt den mathematischen Zusammen-
hang zwischen dem Zustand im aktuellen Schritt £ und dem im vorhergegangenen
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Schritt £ — 1 her. Die (n x [) Matrix B stellt die Verbindung zwischen optiona-
len Inputparametern u;, € R' und dem Zustand x; her und die (m x n) Matrix
H in Gleichung (A.2) gibt den Zusammenhang zwischen der Messung z; und dem
Zustand x; wieder.

Bezeichnet man nun eine “a priori” Vorhersage fiir den Zustand im Schritt & mit
g

X, € R" und die “a posteriori” Schétzung mit X, € R", so kann man den “a priori”

Fehler e, und den “a posteriori” Fehler e; mit

e, = X, — X

FaES
S O

e, = Xk—f(k

anschreiben, wobei x; € R" den unbekannten wahren Zustand des Prozesses angibt.
Die “a priori” und die “a posteriori” Fehlerkovarianz ldsst sich sonach wie folgt
anschreiben:

P, = Ele, -¢;"] (A7
P, = Eley-e}] (A.8)

Sucht man nun nach einer Gleichung, die die “a posteriori” Schitzung des Zustands
X}, als Linearkombination der “a priori” Vorhersage x, und einer gewichteten Diffe-
renz zwischen der Messung z; und einer Prediction der Messung H - x, bildet, so
findet man:

Die Differenz (z;, —H-X%, ) nennt man die so genannte Innovation, welche die Diskre-
panz zwischen der Vorhersage der Messung und der wirklichen Messung beschreibt.
Die (n x m) Matrix K nennt sich Kalman Gain und minimiert die “a posteriori”
Fehlerkovarianz aus Gleichung (A.8). Eine mdgliche Form der Berechnung von K,

durch welche Gleichung (A.8) minimiert wird, ist

K, = P,-H' -(H-P, -H +R)!
(A.10)
P, -HT"
H-P, -H"+R
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Y

Corrector Gleichungen

Kalman Gain:

K,=P, -H'.(H-P, -H" +R)"!

Predictor Gleichungen

Zustandsschitzung:

X, = A X1 +B-uy Update der Zustandsschitzung:

Fehlerkovarianzschitzung: Xp =%, +Kp-(zp —H- %)
P, =A P, AT+Q

Update der Fehlerkovarianzschitzung:
4 P, = (I-K, -H)-Pj

Anfangsbedingungen

Xp—1 Pr_1

Abbildung A.1: Funktion des Kalman Filters; linker Hand die Gleichungen fiir die
“a priori” Vorhersage, rechter Hand die Gleichungen fiir die “a posteriori” Korrektur.

Zusammengefasst besteht der Algorithmus aus 2 Gruppen von Gleichungen:

o Time Update (oder Predictor) Gleichungen, welche vom aktuellen Zustand
x und der aktuelle Fehlerkovarianz P eine Vorhersage fiir den Zustand im
néichsten Schritt treffen (“a priori” Schiatzung), und

e Measurement Update (oder Corrector) Gleichungen, die aus diesen Schétzun-
gen unter Einbeziehung eines neuen Messergebnisses eine verbesserte Schit-
zung errechnen (“a posteriori” Schitzung).

Diese beiden Gruppen von Gleichungen bilden eine Regelschleife, welche in Abbil-
dung A.1 dargestellt ist.

In dieser Arbeit wird ein Kalman Filter zweiter Ordnung als Kalman Tracker ver-
wendet, um ein Objekt durch ein Bild zu verfolgen. Dabei modelliert der Tracker
den Mittelpunkt eines Bildausschnitts, der ein vermeintliches Fahrzeug zeigt, und
die Breite und Hohe dieses Ausschnitts. Die Systemgleichung beriicksichtigt die Ge-
schwindigkeit, mit der sich ein Fahrzeug in der Bildebene bewegt (also die Bewegung
des Bildausschnitts) und einen Beschleunigungsfaktor.

Die Verwendung eines Systems zweiter Ordnung ist aus zwei Uberlegungen heraus
sinnvoll. Einerseits handelt es sich bei der Bewegung eines Fahrzeugs prinzipiell um
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ein System, welches sehr gut durch Geschwindigkeit und Beschleunigung beschrie-
ben werden kann. Auf der anderen Seite kann durch die freie Wahl des Blickwinkels
eine Verzerrung einer gleichformigen Bewegung eines Fahrzeugs in der Bildebene
erfolgen, die ebenfalls durch ein System zweiter Ordnung gut beschrieben werden
kann. Aus diesen beiden Griinden eignet sich eine solche Konfiguration eines Kalman
Trackers fiir die verwendete Anwendung sehr gut.

A.2 Berechnung einer Homographie

Die hier angefiihrte Definition und gekiirzte Anleitung zur Berechnung einer Homo-
graphie ist dem Buch von HARTLEY und ZI1SSERMAN [HZ00] entnommen.

Als 2D-Homographie bezeichnet man die projektive Transformation aller Punkte x;
einer Ebene in korrespondierende Punkte x’; in einer anderen Ebene.

Zur Berechnung dieser Transformation kann beispielsweise der DLT-Algorithmus
(Direct Linear Transform) verwendet werden. Dieser funktioniert prinzipiell so:

Gegeben seien n > 4 korrespondierende 2D Punkte {x; < x/}. Man berechne
die 2D-Homographie-Matrix H so dass fiir alle korrespondierenden Punktpaare die
Formel

X, = Hx; (A.11)

gilt. Bei x; und x] handelt es sich um homogene Vektoren, diese haben also 3
Elemente. Die Vektoren x; und Hx; haben zwar dieselbe Richtung, kénnen sich aber
in ihrer Linge um einen Skalierungsfaktor ungleich 0 unterscheiden. Die Formel
(A.11) kann auch unter Verwendung des Kreuzprodukts angeschrieben werden:

X, X Hx; = 0 (A.12)

Schreibt man nun die Matrix H mit

hy hy hs
H= | hy hs he (A.13)
h7 hs hg

an, bezeichnet man die erste, zweite und dritte Zeile der Matrix H mit h'”, h?” und
h37 und schreibt man den Vektor x/; mit
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x;=| v (A.14)

an, so ergibt sich fiir Gleichung (A.12)

y'h3Tx; — wh?Tx;
X, x Hx; = [ wh'Tx; —2/h3Tx; | =0 . (A.15)
2T 1T
rh*'x;, —yh''x;

Da hiTx; = x7'h/ fiir j = 1,2,3 , kann die Formel auch angeschrieben werden mit
Azh — 0,

T 1T o1y T 1
0 —w;X;  YX; h
wix! 07 —zlxT h? | =0 . (A.16)
—yixI' alxt o’ h?
- 7
A h

Die Matrix A; ist dabei eine 3 x 9 Matrix, die aber nur 2 linear unabhéingige Zeilen
besitzt. Das bedeutet, man erhilt fiir jede Punktkorrespondenz 2 linear unabhéngige
Gleichungen. Aus diesem Grund kann man, sofern es sich bei der Wahl der verwen-
deten Punkte nicht ungilinstigerweise um kolineare Punkte handelt, die dritte Zeile
der Matrix A; eliminieren und man erhélt eine 2 x 9 Matrix A,.

Man kann dann alle aus n Punktkorrespondenzen gewonnenen 2 x 9 Matrizen 4A; in
eine einzige groke 2n x 9 Matrix A zusammenfassen.

Berechnet man nun eine SVD (Singular Value Decomposition) auf der Matrix A, so
dass

A=UDvT | (A.17)

wobei die Matrix D eine Diagonalmatrix mit nach rechts unten absteigend sortierten
Eintrégen ist, dann ist der Vektor h die letzte Spalte der Matrix V und die Matrix
H kann aus diesem Vektor nach (A.13) gewonnen werden.

Fiir eine ausfiihrlichere Diskussion der Berechnung und der Eigenschaften einer
Homographie und einer Singular Value Decomposition sei auf [HZ00| verwiesen.

Die Homographie wird hier benutzt um einen mathematischen Zusammenhang zwi-
schen der Bildebene und einem Modell der aufgenommenen Szene herzustellen. Da-
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bei werden zumindest 4 Punkte in der Szene, welche zumeist durch Bodenmarkie-
rungen auf der Strafe gegeben sind, definiert und deren Abbildung in der Bildebene
und reale Absténde in der Szene zur Berechnung der Homographie verwendet. Da-
durch lasst sich eine grobe Kalibrierung der Kamera vornehmen und eine Schitzung
des Abstandes des Fahrzeugs zur Kamera errechnen. Aufserdem kann die Bewegung
eines Objekts durch die Szene im Modell nachvollzogen werden und zusétzliche In-
formation, wie zum Beispiel iiber die Durchfiihrung eines Uberholmanévers oder
das Tétigen eines Spurwechsels, abgeleitet werden.
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